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1. MOTIVATION
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Motivation aus der 
Gehirnforschung
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Haykin: Neural Networks and Learning Machines, Pearson, 2009

• Ramón y Cajál (1911): Die 
Idee von Neuronen

• Gehirn als extrem effizienter 
Rechner

• Nachahmung der Intelligenz



Neuronale Netze & Deep
Learning
• Erstes KNN: McCulloch-Pitts, 1943
• Multi-Layer Perceptron: 

Rosenblatt, 1958, 1962

• Idee: Viele Berechnungseinheiten, die erst 
durch ihre Interaktion „intelligent“ werden

• Boom seit ca. 10 Jahren durch den 
enormen Anstieg an Rechenkapazitäten
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Wikipedia

Haykin:



Massive Zunahme von 
Rechenkapazitäten
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ZB = Zettabyte, FLOPS = floating point operations per second. 
Quelle linke Grafik: IDC, 2017, Data Age 2025. Online verfügbar: 
https://www.seagate.com/files/www-content/our-story/trends/files/Seagate-WP-DataAge2025-March-
2017.pdf, abgerufen am 19.02.2018. 
Quelle rechte Grafik: Denning et al., 2017, Exponential Laws of Computing Growth. Online 
verfügbar: http://www0.cs.ucl.ac.uk/staff/ucacbbl/gggp/langdon_sse_8-feb-2017.pdf, abgerufen am 
19.02.2018. 



Anwendungsgebiete

• Klassifizierung

• Erkennung von 
Anomalien/
Unregelmäßigkeiten

• Transkription

• Regression

• Maschinelle 
Übersetzung

• Sampling

Universität zu Köln 7



Sampling: Texterzeugung
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Oben: Fake Shakespeare

Links: Fake algebraische Geometrie

http://karpathy.github.io/2015/05/21/rnn-effectiveness/

http://karpathy.github.io/2015/05/21/rnn-effectiveness/


2. NEURONALE NETZE
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Input-Versteckte Schichten-
Output
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Wikipedia

• Je eine Input- und Output-
Schicht

• Keine, eine oder mehrere 
Verarbeitungsschichten 
(= versteckte Schichten)

• Nicht immer existieren alle 
Verbindungen zwischen zwei 
Schichten

• In den Neuronen Verarbeitung 
mit Aktivierungsfunktionen 



Aktivierungsfunktionen

• Tangens Hyperbolicus

• Logistische ! ", $ = &
&'()(")$)

• Rectified Linear Unit (ReLU) ! ", $ =
max(/, " − $)

• Leaky ReLU ! ", $ = max(
)

1 " − $ ,
" − $ , 1 > / klein 
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Mathematische Darstellung

• Schwierig, da viele verschachtelte 
Funktionen

• In der Regel grafisch, gelegentlich 
hilft die Matrixform

• Im Code meistens einfach
• Notation entscheidend

Universität zu Köln 12



3. TRAINIEREN VON 
NEURONALEN NETZEN
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Überwachtes und 
unüberwachtes Lernen
• Traditionell (in Analogie mit dem 

menschlichen Gehirn) Unterscheidung 
zwischen überwachtem und 
unüberwachtem Lernen

• Außerdem diverse Abstufungen wie 
verstärktes Lernen oder 
unvollständiges überwachtes Lernen
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Überwachtes Lernen

• Zielmerkmal (Label) ist anhand von 
erklärenden Merkmalen zu 
prognostizieren
– Verallgemeinerung des Wissens auf 

neue Datenmuster erwünscht
– Datenpunkte werden auch Beispiele 

genannt
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Unüberwachtes Lernen

• Intrinsische Muster sind aus den 
Daten zu extrahieren
– I. A. schwieriger als überwachtes 

Lernen
– Anomalieerkennung, Clustering
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Trainieren von neuronalen 
Netzen
• Kernidee: Die 

Gewichte zwischen 
den Neuronen werden 
verändert
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Backpropagation of Error

• Wahl der Lernraten

• Schichtweise Veränderung der 
Lernraten (z. B. Multiplikation mit 0,1)

• Varianten mit und ohne Momentum
(z. B. 0,75 der letzten Änderung) 

• Resilient BoE (nur Vorzeichen relevant)
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4. GRADIENTENABSTIEGS-
VERFAHREN
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Kostenfunktion

• Kostenfunktion = die zu 
minimierende Funktion:
– Quadratensumme (Maximum 

Likelihood)
– Euklidischer Abstand (rechenintensiver)
–Mittlerer quadratischer Fehler
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Gradient

• Richtung des 
steilsten An-
bzw. Abstieges

• !" = $"
$%&,( &,(

für 

Gewichte %&,(
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https://medium.com/abdullah-al-imran/intuition-of-gradient-
descent-for-machine-learning-49e1b6b89c8b

https://medium.com/abdullah-al-imran/intuition-of-gradient-descent-for-machine-learning-49e1b6b89c8b


Beispiel: Nur Input- und 
Output-Schicht
• Input-Neuronen: !", … , !% ∈ ℝ
• Output-Neuronen: (",… , ():ℝ+% → ℝ
(-: (!", /",-, …, !%, /%,-) ⟼

2- 3
45"

%
!4/4,- =3

45"

%
!4/4,-

• Gewichte: /4,- ∈ ℝ, " ≤ 4 ≤ %, " ≤ - ≤ )
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Beispiel: Matrixform

• Input: ! = #$, … , #' (

• Gewichte:) =
*$,$ ⋯ *',$
⋮ ⋱ ⋮

*$,. ⋯ *',.
• Output: / = 0 ) 1 ! = ) 1 !
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Beispiel: Kostenfunktion

• Samples (= Beispiele = die wahren 
Werte der Funktion): !",… , !% ∈ ℝ

• Fehler pro Output: () = +) − !) -

• Kostenfunktion: 
.: (1", 2",", 3" …, 14, 24,%, 3%) ⟼ "

-∑)8"
% ()
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Beispiel: Backpropagation

• Lege Lernrate ! fest, z. B. 0,2
• Algorithmus:
– Initialisiere "($), Start Schleife
– Berechne & für alle Beispiele
– Berechne den Gradienten '(
– Passe Gewichte an " ) + + = " ) − !'(
–Wiederhole abh. vom Abbruchkriterium
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5. AUSBLICK
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Weitere Machine-Learning-
Ansätze
• Lineare Regression
• Polynomiale Regression
• Verallgemeinerte lineare Modelle 
• Verallgemeinerte additive Modelle 
• Kernel Regressionen
• Entscheidungsbäume
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Literatur 1

• Lehrwerk mit 
anschaulichen und 
dennoch präzisen 
Erläuterungen

• Aus 2009 mit allen 
Grundlagen 
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Literatur 2

• Praxisorientiert, einfach 
zugänglich

• Mit Code-Beispielen
• Aus 2013, frei verfügbar 

online
• Dazu Online-Kurs

Universität zu Köln 29

https://lagunita.stanford.edu/courses/HumanitiesSciences/StatLearning/Winter2016/about

https://lagunita.stanford.edu/courses/HumanitiesSciences/StatLearning/Winter2016/about


Erkenntnisse aus der Praxis 
maschinellen Lernens
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Contents:

o Learning = Representation + Evaluation + 
Optimization

o It's generalization that counts
o Data alone is not enough
o Overfitting has many faces
o Intuition fails in high dimensions
o Theoretical guarantees are not what they seem
o Feature engineering is the key
o More data beats a cleverer algorithm
o Learn many models, not just one
o Simplicity does not imply accuracy
o Representable does not imply learnable
o Correlation does not imply causation

https://homes.cs.washington.edu/~pedrod/papers/cacm12.pdf

https://homes.cs.washington.edu/~pedrod/papers/cacm12.pdf

