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1 Einleitung

Die Kapitel 2–7 haben mit Zeitreihen noch nichts zu tun. Kapitel 2 und 3
geben Resultate zur Kontiguität und (lokalen) asymptotischen Normalität
(LAN) für allgemeine Folgen von Modellen, die einen eindimensionalen Pa-
rameter haben. Insbesondere werden der Faltungssatz von Hájek und Le
Cam und eine Charakterisierung asymptotisch effizienter Schätzer bewiesen.
In den Kapiteln 4 und 5 wird gezeigt, daß für parametrische Modelle mit
unabhängigen und identisch verteilten Beobachtungen die Eigenschaft LAN
aus der Hellinger-Differenzierbarkeit des Modells folgt; es ergibt sich sofort
eine Version des Faltungssatzes. Kapitel 6 verallgemeinert die Resultate
aus Kapitel 3 auf Modelle mit unendlichdimensionalem Parameterraum und
das Schätzen differenzierbarer Funktionale des Parameters. Kapitel 7 gibt
eine einfache Anwendung auf nichtparametrische Modelle mit unabhängigen
und identisch verteilten Beobachtungen. Kapitel 8–10 übertragen Kapi-
tel 4–7 auf Markov-Ketten. Die Kapitel 11–15 behandeln die klassischen
wahrscheinlichkeitstheoretischen Resultate zu stationären Zeitreihen. Die
Kapitel 16–19 behandeln die klassischen statistischen Resultate zu stationä-
ren Zeitreihen: Vorhersage, Schätzen von Mittelwert und Autokovarianz-
Funktion, Schätzen der Parameter von AR(p)-Prozessen, und schließlich
das Periodogramm und geglättete Periodogramme als Schätzer der Spek-
traldichte. Die Beweise der Sätze finden sich z.B. in Brockwell und Davis
(1991). In Kapitel 20 führen wir effiziente Schätzer für verschiedene Funk-
tionale von AR(1)-Prozessen ein. Die Beweise zur Ergodizität finden sich
z.B. in Meyn und Tweedie (1993). Die Beweise zur Hellinger-Differenzier-
barkeit und zum effizienten Schätzen des Autoregressions-Parameters finden
sich in Koul und Schick (1997).
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2 Kontiguität

Wir wissen schon, daß wir glatte Funktionale einer unbekannten Verteilung
mit der Rate n−1/2 schätzen können, wenn wir n unabhängige und iden-
tisch verteilte Beobachtungen haben. Das gilt für parametrische Modelle
(Maximum-Likelihood-Schätzer) und nichtparametrische Modelle (M-Schät-
zer, empirische Schätzer). Für parametrische Modelle bedeutet das ins-
besondere, daß wir zwei Parameter mit Sicherheit asymptotisch unterschei-
den können, wenn ihr Abstand langsamer als n−1/2 schrumpft. Interessant
sind also die Abstände der Ordnung n−1/2. Wir zeigen im folgenden, daß
n−1/2 tatsächlich die beste Konvergenzrate für Schätzer glatter Funktionale
ist. Dazu brauchen wir nur eine wie n−1/2 schrumpfende Umgebung eines
Parameters zu betrachten. Das sieht man auch heuristisch, wenn man den
Likelihoodquotienten ansieht. Ist fϑ die Dichte eines Wahrscheinlichkeits-
maßes Pϑ, ist Θ eine offene Teilmenge von R, und sind n unabhängige
Beobachtungen X1, . . . , Xn aus einem der Pϑ gegeben, so ist der Log-Likeli-
hoodquotient

log
dPn

ϑ+n−1/2t

dPnϑ
(X1, . . . , Xn) =

n∑
i=1

(`ϑ+n−1/2t(Xi)− `ϑ(Xi))

≈ tn−1/2
n∑
i=1

˙̀
ϑ(Xi) +

1
2
t2

1
n

n∑
i=1

῭(Xi)

≈ tn−1/2
n∑
i=1

˙̀
ϑ(Xi)−

1
2
t2Iϑ

mit `ϑ = log fϑ; ˙̀
ϑ, ῭

ϑ den Ableitungen nach ϑ; und Iϑ = E ˙̀2
ϑ der Fisher-

Information. Also hat log dPnτ /dP
n
ϑ genau dann eine nicht ausgeartete Ver-

teilung, wenn τ − ϑ von der Ordnung n−1/2 ist. Dann sind Pnτ und Pnϑ “be-
nachbart”. Für τ = ϑ+n−1/2t ist die Grenzverteilung eine Normalverteilung
mit Mittelwert −1

2 t
2Iϑ und Varianz t2Iϑ. Wir sagen dann, wir haben “lokale

asymptotische Normalität” (LAN). Daraus werden wir im folgenden schlie-
ßen, daß n−1/2 die optimale Konvergenzrate für Schätzer glatter Funk-
tionale von ϑ ist. Insbesondere werden wir zeigen, daß es keinen “regulären”
Schätzer für ϑ gibt, der eine bessere asymptotische Varianz als I−1

ϑ hat. Das
ist die asymptotische Varianz des Maximum-Likelihood-Schätzers. Es ist
auch die nichtasymptotische Schranke, die wir für erwartungstreue Schätzer
aus der Cramér–Rao-Ungleichung kennen.
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Für eine Normalverteilung NtI,I mit Lageparameter tI gilt

log
dNtI,I

dN0,I
(X) = −(X − tI)2

2I
+
X2

2I
= tX − 1

2
t2I.

Asymptotisch ist der obige Log-Likelihoodquotient von dieser Form. Also
reduziert sich das ursprüngliche Schätzproblem asymptotisch auf diesen Fall.

Gegeben seien Wahrscheinlichkeitsräume (Ωn,Fn, Pn) und reelle Zufalls-
variablen Vn darauf. Für eine Menge A ⊂ R sei A◦ das Innere und A− der
Abschluß von A.

Lemma 1 Sei f : R → R meßbar. Bezeichne Df die Menge der Un-
stetigkeitsstellen von f . Gilt Vn ⇒ V und P VDf = 0, so gilt f(Vn)⇒ f(V ).

Beweis. Sei F abgeschlossen. Wegen Vn ⇒ V gilt

lim supP Vn
n (f−1F ) ≤ lim supP Vn

n (f−1F )− ≤ P V (f−1F )−.

Es gilt (f−1F )− ⊂ Df ∪ (f−1F ), also P V (f−1F )− = P V (f−1F ) nach Vor-
aussetzung. Die Behauptung folgt jetzt aus dem Portmanteau-Lemma.

Lemma 2 Sei f : R → R meßbar und beschränkt mit PDf = 0. Gilt
Vn ⇒ V , so gilt

∫
f dP Vn

n →
∫
f dP V .

Beweis. Sei |f | < c. Lemma 1 und schwache Konvergenz für g(x) = (−c)∨
x ∧ c anwenden.

Lemma 3 Gilt Vn ⇒ V , so auch lim inf Pn|Vn| ≥ P |V |.

Beweis. Sei f(x) = |x|1(|x| ≤ c). Gilt P (|V | = c) = 0, so gilt nach Lemma
2: ∫

|V |≤c
|V | dP = lim

n

∫
|Vn|≤c

|Vn| dPn ≤ lim inf Pn|Vn|.

Jetzt c wachsen lassen. Die Menge der c, für die nicht P (|V | = c) = 0 gilt,
ist höchstens abzählbar, das Komplement also dicht in R.

Definition. Die Folge Vn heißt gleichmäßig integrierbar unter Pn, wenn

sup
n
Pn(|Vn|1(|Vn| > c))→ 0, c→∞.

Dann ist die Folge Pn|Vn| beschränkt, denn

Pn|Vn| ≤ c+ Pn(|Vn|1(|Vn| > c)).
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Lemma 4 Die Folge Vn ist gleichmäßig integrierbar genau dann, wenn
Pn|Vn| beschränkt ist und

Pn|Vn|An → 0, wenn PnAn → 0.

Beweis. Hinreichend. Es gilt

Pn|Vn|An = Pn|Vn|An{|Vn| > c}+ Pn|Vn|An{|Vn| ≤ c}
≤ Pn|Vn|{|Vn| > c}+ cPnAn.

Jetzt c = cn langsam gegen Unendlich wachsen lassen.
Notwendig. Nach Voraussetzung existiert ein M > 0 mit Pn|Vn| ≤ M .

Mit der Chebyshev-Ungleichung gilt also

Pn(|Vn| > c) ≤M/c.

Jetzt die Voraussetzung auf An = {|Vn| > cn} mit cn →∞ anwenden.

Lemma 5 Gelte Vn ⇒ V . Dann ist Vn ist gleichmäßig integrierbar genau
dann, wenn Pn|Vn| beschränkt ist mit

Pn|Vn| → P |V | und P |V | <∞.

Beweis. Hinreichend. Ist Vn gleichmäßig integrierbar, so ist die Folge Pn|Vn|
beschränkt, also P |V | < ∞ nach Lemma 3. Sei f(x) = x1(|x| ≤ c). Wenn
P (|V | = c) = 0, so folgt wegen Vn ⇒ V nach Lemma 2:

Pnf(|Vn|)→ Pf(|V |).

Schreibe

Pn|Vn| − Pnf(|Vn|) =
∫
|Vn|>c

|Vn| dPn, P |V | − Pf(|V |) =
∫
|V |>c

|V | dP.

Wir erhalten

lim sup |Pn|Vn| − P |V || ≤ sup
∫
|Vn|>c

|Vn| dPn +
∫
|V |>c

|V | dP.

Also folgt Pn|Vn| → P |V | aus der gleichmäßigen Integrierbarkeit.
Notwendig. Gilt Pn|Vn| → P |V | < ∞ und P (|V | = c) = 0, so gilt

Pnf(|Vn|)→ Pf(|V |) nach Lemma 2, also folgt aus Obigem∫
|Vn|>c

|Vn| dPn →
∫
|V |>c

|V | dP.
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Jetzt c wachsen lassen.

Gegeben seien Wahrscheinlichkeitsmaße Pn, Qn auf (Ωn,Fn). Wir defi-
nieren mit pn = dPn/d(Pn +Qn) und qn = dQn/d(Pn +Qn) den Dichtequo-
tienten

Ln =
dQn
dPn

=
qn
pn

1(pn > 0) +∞1(pn = 0, qn = 0).

Es gilt PnLn = Qn(Ln <∞) und Pn(Ln =∞) = 0.

Definition. Qn ist zu Pn benachbart (Qn C Pn), wenn für An ∈ Fn gilt:

PnAn → 0 impliziert QnAn → 0.

Lemma 6 Die folgenden Bedingungen sind äquivalent:
(1) Qn C Pn.
(2) Ln ist straff unter Pn, und wenn Ln ⇒ L für eine Teilfolge, dann

gilt PL = 1.
(3) Ln ist gleichmäßig integrierbar unter Pn, und Qn(Ln =∞)→ 0.
(4) Ln ist straff unter Qn.

Beweis. (3) und (1) sind äquivalent: Zur Vorbereitung schreiben wir

QnAn = Qn1(Ln <∞)An +Qn1(Ln =∞)An
= PnLnAn +Qn1(Ln =∞)An.(2.1)

Hier haben wir 1(Ln < ∞) weglassen können, weil Pn(Ln = ∞) = 0, also
Pn(Ln <∞) = 1.

(3) impliziert (1): Seien An ∈ Fn mit PnAn → 0. Es gilt PnLnAn → 0
nach Lemma 4 “⇒” für Vn = Ln. Nach Voraussetzung gilt Qn(Ln =∞)→
0, also Qn1(Ln =∞)An → 0, also QnAn → 0 nach (2.1).

(1) impliziert (3): Seien An ∈ Fn mit PnAn → 0. Nach Voraussetzung
gilt QnAn → 0, also Qn1(Ln = ∞)An → 0. Nach (2.1) gilt PnLnAn → 0.
Außerdem gilt PnLn = Qn(Ln <∞) ≤ 1. Nach Lemma 4 “⇐” für Vn = Ln
ist Ln gleichmäßig integrierbar unter Pn. Außerdem gilt Pn(Ln = ∞) = 0,
also Qn(Ln =∞)→ 0.

(2) impliziert (3): Es genügt zu zeigen: Jede Teilfolge hat eine Teilfolge
mit (3). Nach dem Satz von Prohorov besitzt jede Teilfolge eine konver-
gente Teilfolge mit Ln ⇒ L. Mit Lemma 3 gilt lim infn PnLn ≥ PL = 1.
Anderseits ist PnLn = Qn(Ln < ∞) ≤ 1. Also gilt PnLn → PL und
Qn(Ln < ∞) → 1. Also ist Ln gleichmäßig integrierbar unter Pn nach
Lemma 5 “⇐”, und Qn(Ln =∞) = 1−Qn(Ln <∞)→ 0.
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(3) impliziert (2): Ist Ln gleichmäßig integrierbar unter Pn, so auch
straff, denn für c > 0 gilt

Pn(Ln > c) ≤ 1
c
PnLn1(Ln > c).

Gelte nun Ln ⇒ L für eine Teilfolge. Dann gilt PnLn → PL nach Lemma 5
“⇒”. Außerdem gilt

PnLn = Qn(Ln <∞) = 1−Qn(Ln =∞)→ 1,

also PL = 1.
(3) impliziert (4): Wegen

Qn(Ln > c) = PnLn1(Ln > c) +Qn(Ln =∞).

(4) impliziert (1): Wegen

QnAn ≤ Qn(Ln ≤ c)An +Qn(Ln > c)
= PnLn1(Ln ≤ c)An +Qn(Ln > c)
≤ cPnAn +Qn(Ln > c).

Lemma 7 (Drittes Lemma von Le Cam) Gilt Qn C Pn und (Ln, Vn) ⇒
(L, V ) unter Pn, dann auch (Ln, Vn)⇒ (L, V ) unter Qn, und dQ = LdP .

Beweis. Sei f : [0,∞]× R→ R stetig und beschränkt. Schreibe

Qnf(Ln, Vn) = PnLnf(Ln, Vn) +Qn1(Ln =∞)f(Ln, Vn).

Der zweite Term geht gegen 0, weil f beschränkt ist und Qn(Ln =∞)→ 0
nach Lemma 6 “(1) ⇒ (3)”. Schreibe den ersten Term als

Pn(Ln ∧ c)f(Ln, Vn) + Pn(Ln − c)+f(Ln, Vn).

Der linke Summand konvergiert gegen P (L∧ c)f(L, V ); für große c geht das
gegen PLf(L, V ). Der rechte Summand ist klein für großes c nach Lemma
6 “(1) ⇒ (3)” mit Pn(Ln − c)+ ≤ PnLn(Ln ≥ c).

Für den Beweis des nächsten Lemmas erinnern wir daran, daß die charak-
teristische Funktion einer mehrdimensionalen Normalverteilung Nµ,Σ die
Form ϕ(t) = exp(iµ>t− 1

2 t
>Σt) hat.
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Lemma 8 Gelte Qn C Pn. Setze Λn = logLn. Seien Vn Zufallsvariablen
mit (Λn, Vn) ⇒ (Λ, V ) unter Pn, wo (Λ, V ) einer zweidimensionalen Nor-
malverteilung folgt mit Mittelwertvektor und Kovarianzmatrix(

−1
2a
b

)
und

(
a c
c d

)
.

Dann gilt (Λn, Vn)⇒ N unter Qn, wo N eine zweidimensionale Normalver-
teilung mit derselben Kovarianzmatrix ist wie (Λ, V ), und mit Mittelwertvek-
tor (

1
2a
b+ c

)
.

Beweis. Unter Pn hat die charakteristische Funktion der Grenzverteilung
die Form ϕ(s, t) = P exp(isΛ + itV ). Nach Lemma 7 hat die charakteri-
stische Funktion der Grenzverteilung unter Qn die Form

PL exp(isΛ + itV ) = P exp((is+ 1)Λ + itV ) = ϕ(s− i, t).

Es gilt

ϕ(s, t) = exp
(
− 1

2
isa+ itb− 1

2
(s2a+ t2d+ 2stc)

)
.

Also ist die charakteristische Funktion unter Qn von der Form

ϕ(s− i, t) = exp
(
− 1

2
isa− 1

2
a+ itb

− 1
2

(s2a− 2isa− a+ t2d+ 2stc− 2itc)
)

= exp
(1

2
isa+ it(b+ c)− 1

2
(s2a+ t2d+ 2stc)

)
.

3 LAN und Faltungssatz

Sei f stetig und fn → f punktweise. Im “regulären” Fall, für “gutartige”
fn, wird die Konvergenz sogar stetig sein:

fn(xn)→ f(x), wenn xn → x.

Für die Verteilungen der Schätzerfolgen werden wir nur eine abgeschwächte
Version der stetigen Konvergenz annehmen:

n1/2(ϑ̂− (ϑ+ n−1/2t))⇒ V unter Pn
ϑ+n−1/2t

, t ∈ R.
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Solche Schätzer werden wir regulär nennen. Für sie werden wir eine (scharfe)
untere Schranke für die asymptotische Varianz angeben. Für Anwendungen
auf nichtparametrische Modelle ist es von Vorteil, alle folgenden Aussagen
zunächst für lokale Modelle zu formulieren, also für Pnt statt Pn

ϑ+n−1/2t
, und

für Vn statt n1/2(ϑ̂− ϑ).
Setze Lnt = dPnt/dPn und Λnt = logLnt.

Definition. Die Familie Pnt, t ∈ R, heißt asymptotisch normal, wenn

Λnt = tSn −
1
2
t2J + oPn(1), t ∈ R,

Sn ⇒ J1/2N unter Pn,

wobei N eine standardnormalverteilte Zufallsvariable und J eine positive
Zahl ist.

Lemma 9 Ist Pnt, t ∈ R, asymptotisch normal, so sind Pns und Pnt für
alle s und t benachbart.

Beweis. Weil C transitiv ist, genügt es, t = 0 zu betrachten. Es gilt
PnsCPn0 nach Lemma 6 “(4)⇒ (1)”. Es gilt Pn0 CPns nach Lemma 6 “(2)
⇒ (1)”. wenn dort die Rollen von Pn und Qn vertauscht werden.

Definition. Vn heißt regulär mit Limes V , wenn

Vn − t⇒ V unter Pnt, t ∈ R.

Satz 1 (Faltungssatz von Hájek und Le Cam) Ist Pnt asymptotisch normal
und Vn regulär, so gilt

(J−1Sn, Vn − J−1Sn)⇒ (J−1/2N,U) unter Pn

für eine Zufallsvariable U , die unabhängig von N ist.

Beweis. Da (Sn, Vn) straff unter Pn ist, gilt (Sn, Vn) ⇒ (J1/2N,V ) unter
Pn für eine Teilfolge. Nach Lemma 9 sind Pns und Pnt benachbart. Nach
Lemma 7 gilt für jedes stetige und beschränkte f :

Ptf(V ) = Ps exp(Λt − Λs)f(V ).

Insbesondere gilt

Pt exp(iu(V − t)) = Ps exp
(
iuV − iut+ tJ1/2N − 1

2
t2J − sJ1/2N +

1
2
s2J
)
.
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Da Vn regulär ist, hängt die linke Seite nicht von t ab. Die rechte Seite ist
analytisch in t. Ersetze t durch s− iJ−1u:

P exp(iuV ) = exp
(
− 1

2
u2J−1

)
Ps exp(iu(V − J−1/2N)).

Also hängt die Verteilung von V − J−1/2N unter Ps nicht von s ab. Nach
dem Lemma von Basu ist also V − J−1/2N unabhängig von N . Da Sn und
Vn in Verteilung konvergieren, hängt die Grenzverteilung von V − J−1/2N
nicht von der Teilfolge ab.

Insbesondere ist Vn = J−1Sn+Vn−J−1Sn asymptotisch wie die Faltung
J−1/2N + U verteilt. Daher der Name “Faltungssatz”. Ist M unabhängig
von N , so gilt

P (−a < N +M < a) ≤ P (−a < N < a), a > 0.

Also ist Vn bestenfalls asymptotisch wie J−1/2N in symmetrischen Inter-
vallen um 0 konzentriert. Vn ist asymptotisch optimal genau dann, wenn U
nach δ0 verteilt ist. Genau dann gilt Vn = J−1Sn + oPn(1).

4 LAN für unabhängige Beobachtungen

Seien X1, . . . , Xn unabhängige Beobachtungen mit Verteilung Pϑ aus einer
Familie von äquivalenten Wahrscheinlichkeitsmaßen Pϑ, ϑ ∈ Θ, mit Θ ⊂ R
offen. Sei ϑ fest. Setze Lτϑ = dPτ/dPϑ.

Definition. Pτ heißt Hellinger-differenzierbar in τ = ϑ mit Ableitung ˙̀
ϑ ∈

L2,0(Pϑ), wenn ∥∥∥L1/2
τϑ − 1− 1

2
(τ − ϑ) ˙̀

ϑ

∥∥∥
2

= o(τ − ϑ).

Wir benötigen diese Eigenschaft nur für Folgen ϑnt = ϑ + n−1/2t statt
für alle τ . Das werden wir in Kapitel 7 brauchen.

Wegen PϑLτϑ = PτΩ = 1 und x− 1 = 2(x1/2 − 1) + (x1/2 − 1)2 gilt

(4.1) Pϑ(L1/2
τϑ − 1) = −1

2
Pϑ(L1/2

τϑ − 1)2.

Bezeichne Iϑ = Pϑ ˙̀2
ϑ die Fisher-Information. Setze

Lnt =
dPnϑnt

dPnϑ
, Λnt = logLnt.
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Satz 2 Ist Pτ Hellinger-differenzierbar in τ = ϑ mit Ableitung ˙̀
ϑ, so gilt

Λnt = tn−1/2
n∑
i=1

˙̀
ϑ(Xi)−

1
2
t2Iϑ + oPϑ

(1),

n−1/2
n∑
i=1

˙̀
ϑ(Xi)⇒ I

1/2
ϑ N.

Wir sagen dann: Pτ ist lokal asymptotisch normal (LAN) in ϑ.

Beweis. Schreibe log x = 2 log(1 + x1/2 − 1). Wir verwenden die Taylor-
Entwicklung log(1 + x) = x − 1

2x
2 + r(x). Für Z = dPϑ+n−1/2t/dPϑ ergibt

sich mit (4.1):

logZ = 2 log(1 + Z1/2 − 1) = 2(Z1/2 − 1)− (Z1/2 − 1)2 + 2r(Z1/2 − 1)

= 2
(
Z1/2 − 1− Pϑ(Z1/2 − 1)

)
− 2Pϑ(Z1/2 − 1)2

+ 2r(Z1/2 − 1)−
(
(Z1/2 − 1)2 − Pϑ(Z1/2 − 1)2

)
.

Mit Zi = Z(Xi) also

Λnt =
n∑
i=1

logZi = 2
n∑
i=1

(
Z

1/2
i − 1− Pϑ(Z1/2 − 1)

)
− 2nPϑ(Z1/2 − 1)2

+ 2
n∑
i=1

r(Z1/2
i − 1)−

n∑
i=1

(
(Z1/2

i − 1)2 − Pϑ(Z1/2 − 1)2
)
.

Der erste Term ist

tn−1/2
n∑
i=1

˙̀
ϑ(Xi) + 2

n∑
i=1

(
Z

1/2
i − 1− Pϑ(Z1/2 − 1)− 1

2
tn−1/2 ˙̀

ϑ(Xi)
)
,

also gleich tn−1/2
∑n

i=1
˙̀
ϑ(Xi) bis auf oPϑ

(1). Der zweite Term konvergiert
in Wahrscheinlichkeit gegen −1

2Pϑ
˙̀2
ϑ = −1

2 t
2Iϑ. Für den dritten Term haben

wir

nPϑ(|Z1/2 − 1| > ε) ≤ n

ε2
Pϑ(Z1/2 − 1)21(|Z1/2 − 1| > ε)

=
t2

4ε2
Pϑ ˙̀2

ϑ1(| ˙̀ϑ| > 2t−1n1/2ε) + o(1)→ 0.
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Das gilt auch für eine Folge εn → 0. Mit |r(x)| ≤ 2|x|3 für |x| ≤ 1
2 und dem

Gesetz der großen Zahl gilt

n∑
i=1

|r(Z1/2
i − 1)|1(|Z1/2

i − 1| ≤ εn) ≤ 2εn
n∑
i=1

(Z1/2
i − 1)2

=
t2

2n
εn

n∑
i=1

˙̀2
ϑ(Xi) + oPϑ

(1) = oPϑ
(1).

Der vierte Term ist t2

4n

∑n
i=1( ˙̀2

ϑ(Xi) − Pϑ ˙̀2
ϑ) bis auf oPϑ

(1), also von der
Ordnung oPϑ

(1) nach dem Gesetz der großen Zahl.

5 Effiziente Schätzer für parametrische Familien

Gegeben sei eine Familie von äquivalenten Wahrscheinlichkeitsmaßen Pϑ,
ϑ ∈ Θ, mit Θ ⊂ R offen. Sei ϑ fest. Seien X1, . . . , Xn nach Pϑ verteilt.

Definition. Ein Schätzer ϑ̂ heißt regulär in ϑ mit Limes V , wenn

n1/2(ϑ̂− (ϑ+ n−1/2t))⇒ V unter Pϑ+n−1/2t, t ∈ R.

Definition. Ein Schätzer ϑ̂ heißt asymptotisch linear in ϑ mit Einflußfunk-
tion h, wenn h ∈ L2,0(Pϑ) und

n1/2(ϑ̂− ϑ) = n−1/2
n∑
i=1

h(Xi) + oPϑ
(1).

Ein solcher Schätzer ist asymptotisch normal mit Varianz Pϑh2.

Satz 3 Sei Pτ Hellinger-differenzierbar in ϑ und ϑ̂ asymptotisch linear in ϑ
mit Einflußfunktion h. Dann ist ϑ̂ regulär genau dann, wenn h−I−1

ϑ
˙̀
ϑ ⊥ ˙̀

ϑ

unter Pϑ.

Beweis. Es ist (tn−1/2
∑n

i=1
˙̀
ϑ(Xi), n−1/2

∑n
i=1 h(Xi)) asymptotisch nor-

mal mit Kovarianz tPϑ ˙̀
ϑh. Nach Satz 2 und Lemma 8 gilt

n1/2(ϑ̂− (ϑ+ n−1/2t))⇒ (Pϑh2)1/2N + tPϑ ˙̀
ϑh− t unter Pϑ+n−1/2t.

Es ist also ϑ̂ regulär genau dann, wenn Pϑ ˙̀
ϑh = 1, das heißt

Pϑ(h− I−1
ϑ

˙̀
ϑ) ˙̀

ϑ = Pϑ ˙̀
ϑh− 1 = 0.
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Satz 4 Sei Pτ Hellinger-differenzierbar in ϑ und ϑ̂ regulär mit Limes V .
Dann gilt V = I

−1/2
ϑ N + U in Verteilung für eine Zufallsvariable U , die

unabhängig von N ist.
Ist U verteilt nach δ0, so ist ϑ̂ asymptotisch linear in ϑ mit Einflußfunk-

tion I−1
ϑ

˙̀
ϑ.

Beweis. Der erste Teil folgt aus Satz 1 mit Vn = J−1Sn + Vn − J−1Sn. Ist
U verteilt nach δ0, so folgt aus Satz 1, daß Vn − J−1Sn ⇒ δ0. Das ist der
zweite Teil der Behauptung.

Bemerkung 1 Wenn man nur asymptotisch lineare Schätzer betrachtet,
braucht man den Faltungssatz nicht. Ist ϑ̂ asymptotisch linear in ϑ mit
Einflußfunktion h ∈ L2,0(Pϑ) und regulär, dann gilt h − I−1

ϑ
˙̀
ϑ ⊥ ˙̀

ϑ unter
Pϑ nach Satz 3. Weil ϑ̂ asymptotisch linear ist, ist ϑ̂ asymptotisch normal
mit Varianz ‖h‖22. Es gilt mit Pythagoras:

‖h‖22 = ‖I−1
ϑ

˙̀
ϑ + h− I−1

ϑ
˙̀
ϑ‖22 = I−1

ϑ + ‖h− I−1
ϑ

˙̀
ϑ‖22 ≥ I−1

ϑ .

Insbesondere ist ϑ̂ nicht nur in allen symmetrischen, sondern sogar in allen
0 enthaltenden Intervallen asymptotisch höchstens wie I−1/2

ϑ N konzentriert.

6 LAN und Faltungssatz für Funktionale

Die Ergebnisse von Kapitel 3 lassen sich von parametrischen auf nicht-
parametrische und semiparametrische Modelle und auf das Schätzen dif-
ferenzierbarer Funktionale übertragen. Um den Begriff der asymptotischen
Linearität aus Kapitel 5 ebenfalls zu verallgemeinern, benötigen wir eine
Einbettung des Modells in einen größeren Raum.

Sei A ein Parameterraum. Für n ∈ N sei Pna, a ∈ A, eine Familie von
Wahrscheinlichkeitsmaßen auf (Ωn,Fn), das Modell. Sei κ : A → R ein
Funktional. Wir wollen κ(a) schätzen. Sei a ∈ A fest. Setze Pn = Pna.

Sei H ein Hilbertraum mit innerem Produkt (h, h′) und Norm ‖h‖ =
(h, h)1/2. Für h ∈ H und n ∈ N sei Sn(h) eine Zufallsvariable auf (Ωn,Fn),
die linear in h ist mit

Sn(h)⇒ ‖h‖N unter Pn.

Sei K ein linearer Raum, der lokale Parameterraum. Für k ∈ K sei ank
eine Folge in A. Setze Lnk = dPnank

/dPn und Λnk = logLnk.

13



Definition. Das Modell heißt lokal asymptotisch normal in a, wenn eine
lineare Abbildung D : K → H existiert mit

Λnk = Sn(Dk)− 1
2
‖Dk‖2 + oPn(1), k ∈ K.

Definition. Das Funktional κ heißt differenzierbar in a mit Gradient g,
wenn g ∈ H und

n1/2(κ(ank)− κ(a))→ (Dk, g), k ∈ K.

Der kanonische Gradient g0 ist die Projektion eines beliebigen Gradienten
auf (DK)−.

Beispiel. In Kapitel 4 war A = Θ ⊂ R, Pna = Pnϑ und κ(ϑ) = ϑ. Setze
K = R und ϑnt = ϑ + n−1/2t. Setze H = L2,0(Pϑ) mit dem natürlichen
inneren Produkt (h, h′) = Pϑhh

′. Setze Sn(h) = n−1/2
∑n

i=1 h(Xi) und
Dt = t ˙̀

ϑ. Nach Satz 2 gilt

Λnt = tn−1/2
n∑
i=1

˙̀
ϑ(Xi)−

1
2
t2Iϑ + oPϑ

(1) = Sn(t ˙̀
ϑ)− 1

2
(t ˙̀

ϑ, t ˙̀
ϑ) + oPϑ

(1).

Für das Funktional κ(ϑ) = ϑ gilt

n1/2(κ(ϑnt)− κ(ϑ)) = t = (t ˙̀
ϑ, I
−1
ϑ

˙̀
ϑ).

Also ist I−1
ϑ

˙̀
ϑ der kanonische Gradient von κ(ϑ) = ϑ.

Definition. Ein Schätzer κ̂ heißt regulär für κ in a mit Limes V , wenn

(6.1) n1/2(κ̂− κ(ank))⇒ V unter Pank
, k ∈ K.

Definition. Ein Schätzer κ̂ heißt asymptotisch linear für κ in a mit Ein-
flußfunktion f , wenn f ∈ H und

n1/2(κ̂− κ(a)) = Sn(f) + oPn(1).

Satz 5 (Faltungssatz) Ist das Modell lokal asymptotisch normal, das Funk-
tional κ differenzierbar mit kanonischem Gradienten g0 und der Schätzer κ̂
regulär in a, so gilt für eine von N unabhängige Zufallsvariable U :(

Sn(g0), n1/2(κ̂− κ(a))− Sn(g0)
)
⇒ (‖g0‖N,U) unter Pn.
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Beweis. Sei k ∈ K und Dk nicht orthogonal zu g0. Setze ant = an,t(Dk,g0)−1k

und Pnt = Pnant . Wir haben lokale asymptotische Normalität, also

Λnt = tSn −
1
2
t2J + oPn(1)

mit Sn = (Dk, g0)−1Sn(Dk) und J = (Dk, g0)−2‖Dk‖2.
Aus der Differenzierbarkeit von κ folgt

n1/2(κ(ant)− κ(a))→ t.

Für Vn = n1/2(κ̂− κ(a)) folgt aus der Regularität von κ̂:

Vn − t = n1/2(κ̂− κ(ant)) + o(1)⇒ V unter Pnt.

Es gilt
J−1Sn = (Dk, g0)‖Dk‖−2Sn(Dk).

Aus Satz 1 folgt also(
(Dk, g0)‖Dk‖−2Sn(Dk), n1/2(κ̂− κ(a))− (Dk, g0)‖Dk‖−2Sn(Dk)

)
⇒
(
(Dk, g0)‖Dk‖−1N,Uk

)
unter Pn

mit Uk unabhängig von N . Jetzt Dk gegen g0 konvergieren lassen. Dann
konvergiert (Dk, g0) gegen ‖g0‖2 und ‖Dk‖ gegen ‖g0‖.

Der Beweis schreibt sich etwas einfacher, wenn g0 ∈ DK ist und Dk = g0

gewählt werden kann. — Aus Satz 5 folgt durch Faltung, daß

n1/2(κ̂− κ(a))⇒ ‖g0‖N + U unter Pn.

Also ist n1/2(κ̂−κ(a)) genau dann asymptotisch maximal in symmetrischen
Intervallen um 0 konzentriert, wenn U = 0. Das rechtfertigt folgende Defi-
nition.

Definition. Ein Schätzer κ̂ heißt effizient für κ in a, wenn

n1/2(κ̂− κ(a))⇒ ‖g0‖N.

Bemerkung 2 Aus Satz 5 folgt, daß ein regulärer und effizienter Schätzer
asymptotisch linear ist und den kanonischen Gradienten g0 als Einflußfunk-
tion hat.
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Bemerkung 3 Nach dem zentralen Grenzwertsatz ist ein asymptotisch li-
nearer Schätzer effizient, wenn seine Einflußfunktion der kanonische Gradi-
ent ist.

Bemerkung 4 Ein asymptotisch linearer Schätzer ist genau dann regulär,
wenn seine Einflußfunktion ein Gradient ist. Mit Bemerkung 2 erhalten wir
also folgende Charakterisierung:

Ein Schätzer ist genau dann regulär und effizient, wenn er asymptotisch
linear ist und den kanonischen Gradienten als Einflußfunktion hat.

Beweis. Sei f die Einflußfunktion von κ̂ in a. Sei k ∈ K. Da Sn und D
linear sind, folgt aus dem Satz von Cramér und Wold, daß (Sn(Dk), Sn(f))>

asymptotisch normal unter Pn ist; der Mittelwertvektor ist 0 und die Ko-
varianzmatrix ist (

‖Dk‖2 (Dk, f)
(Dk, f) ‖f‖2

)
.

Aus der lokalen asymptotischen Normalität des Modells folgt also, daß der
Vektor (Λnk, Sn(f))> auch asymptotisch normal unter Pn ist; der Mittel-
wertvektor ist jetzt (−‖Dk‖2/2, 0)>, die Kovarianzmatrix ist unverändert.
Nach Lemma 8 ist also (Λnk, Sn(f))> auch unter Pnank

asymptotisch normal
mit derselben Kovarianzmatrix und Mittelwertvektor (‖Dk‖2/2, (Dk, f))>.
Wir interessieren uns nur für die zweite Komponente: Unter Pnank

ist Sn(f)
asymptotisch normal mit Varianz ‖f‖2 und Mittelwert (Dk, f). Insbeson-
dere folgt aus der asymptotischen Linearität von κ̂ und der Differenzier-
barkeit von κ in a, daß

n1/2(κ̂− κ(ank))⇒ ‖f‖N + (Dk, f − g) unter Pnank
, k ∈ K.

Also ist κ̂ regulär genau dann, wenn (Dk, f − g) = 0 für k ∈ K, also genau
dann, wenn f ein Gradient ist.

Bemerkung 5 Sei A1 ⊂ A und a ∈ A1. Sei K1 ⊂ K ein lokaler Parame-
terraum für das Teilmodell Pna, a ∈ A1. Für k ∈ K1 seien ank so gewählt,
daß sie in A1 liegen. Sei κ differenzierbar in a mit Gradient g. Dann ergibt
sich der kanonische Gradient g1 für das Teilmodell als Projektion des Gra-
dienten g oder des kanonischen Gradienten g0 auf (DK1)−. Für die untere
Varianzschranke im Faltungssatz gilt also ‖g0‖ = ‖g1‖+ ‖g0 − g1‖ ≥ ‖g1‖.

Bemerkung 6 Sei g0 ∈ DK. Dann können wir im Beweis von Satz 5
Dk = g0 und ant = an,t‖g0‖−2g0 wählen. Wir brauchen also Regularität nur
für das eindimensionale lokale Modell Pn,tg0 , t ∈ R, zu verlangen.

16



Sei k ∈ K. Nach Bemerkung 5 ist der kanonische Gradient für das eindi-
mensionale lokale Modell Pn,tk, t ∈ R, die Projektion gk von g0 auf den
von k aufgespannten eindimensionalen Raum. Also gilt ‖gk‖ ≤ ‖g0‖. Die
Varianzschranke im Faltungssatz wird also durch das ungünstigste eindimen-
sionale (lokale) Modell bestimmt.

Es ist anschaulich klar, daß das ungünstigste Modell durch den kanoni-
schen Gradienten beschrieben wird. Er ist die Richtung des steilsten An-
stiegs von κ. Bei vorgegebener Differenz zwischen zwei Werten von κ liegen
in dieser Richtung die zugehörigen Verteilungen also am engsten beieinander
und lassen sich deshalb am schlechtesten unterscheiden.

Bemerkung 7 Der kanonische Gradient ist g0 ∈ (DK)− mit

n1/2(κ(ank)− κ(a))→ (Dk, g0), k ∈ K.

Er läßt sich nicht immer leicht bestimmen. Hat man schon einen Gradienten
g, so ergibt sich g0 durch Projektion von g auf (DK)−. Hat man schon einen
regulären Schätzer für κ mit Einflußfunktion f , so ist f ein solcher Gradient,
wie in Bemerkung 4 gesehen.

In den Anwendungen gibt es gewöhnlich auch auf K ein inneres Produkt
(k, k′)K . Es ist oft leichter, den kanonischen Gradienten k∗ von κ bezüglich
dieses inneren Produkts zu bestimmen,

n1/2(κ(ank)− κ(a))→ (k, k∗)K , k ∈ K.

Ist g0 ∈ DK, so hat es die Form g0 = Dk0 für ein k0 ∈ K. Also bestimmt
sich g0 aus

(Dk,Dk0) = (k, k∗)K , k ∈ K.
Hat D eine Adjungierte D∗ : DK → K, so gilt (Dk,Dk0) = (k,D∗Dk0)K ,
also k∗ = D∗Dk0. Ist D∗D invertierbar, so ergibt sich g0 = Dk0 mit k0 =
(D∗D)−1k∗.

Es reicht, einen invertierbaren Operator C : K → K zu finden mit

(Dk,Dk0) = (k,Ck0)K , k ∈ K.

Dann ist g0 = Dk0 mit k0 = C−1k∗. Falls C−1 schwer zu bestimmen ist,
kann man manchmal C als Störung C = I−B der Identität I schreiben und
C−1 in die von-Neumann-Reihe C−1 =

∑∞
j=0B

j entwickeln.

Der Faltungssatz überträgt sich auf m-dimensionale Funktionale. Dif-
ferenzierbarkeit eines Funktionals und asymptotische Linearität eines Schät-
zer verstehen sich dann komponentenweise; die Regularität (6.1) eines Schät-
zers muß jetzt mehrdimensional gelesen werden. Bezeichne Nm einen m-
dimensionalen N0,I -verteilten Zufallsvektor.
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Satz 6 (Mehrdimensionaler Faltungssatz) Ist das Modell lokal asymptotisch
normal, das Funktional κ differenzierbar mit kanonischem Gradienten g0 =
(g01, . . . , g0m)>, (g0, g

>
0 ) positiv definit und der Schätzer κ̂ regulär in a, so

gilt für einen von Nm unabhängigen Zufallsvektor U :

(Sn(g0), n1/2(κ̂− κ(a))− Sn(g0))⇒ ((g0, g
>
0 )1/2Nm, U) unter Pn.

Beweis. Für b ∈ Rm ist b>κ differenzierbar in a mit kanonischem Gradien-
ten b>g0. Der Schätzer b>κ̂ ist regulär für b>κ in a mit Limes b>V . Nach
Satz 5 existiert eine von Nm unabhängige Zufallsvariable Ub mit(

b>Sn(g0), b>n1/2(κ̂− κ(a))− b>Sn(g0)
)

⇒
((
b>(g0, g

>
0 )b
)1/2

N,Ub) unter Pn.(6.2)

Anderseits sind Sn(g0) und n1/2(κ̂−κ(a)) straff, also existiert ein Zufallsvek-
tor U , so daß für eine Teilfolge gilt:

n1/2(κ̂− κ(a))− Sn(g0)⇒ U.

Weil auch (6.2) gilt, muß b>U wie Ub verteilt sein. Insbesondere hängt die
Verteilung von U nicht von der Teilfolge ab. Also können wir in (6.2) den
Limes als b>((g0, g

>
0 )1/2Nm, U) schreiben. Die Behauptung folgt jetzt aus

dem Satz von Cramér und Wold.

Aus Satz 6 folgt wieder durch Faltung, daß

n1/2(κ̂− κ(a))⇒ (g0, g
>
0 )1/2Nm + U unter Pn.

Sei Σ eine positiv definite symmetrische (m × m)-Matrix. Für jede um 0
symmetrische konvexe Menge C gilt nach dem Lemma von Anderson (1955)

P (Σ1/2Nm + U ∈ C) ≤ P (Σ1/2Nm ∈ C).

Wir nennen deshalb einen Schätzer κ̂ für ein m-dimensionales Funktional κ
effizient in a, wenn

n1/2(κ̂− κ(a))⇒ (g0, g
>
0 )1/2Nm.

Die Charakterisierung regulärer und effizienter Schätzer in Bemerkung 4
bleibt gültig.
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7 Effizienz empirischer Schätzer

Seien X1, . . . , Xn unabhängige Beobachtungen mit unbekannter Verteilung
P ∈ P auf (Ω,F). Sei P fest. Wir dürfen annehmen, daß die Familie P aller
möglicherweise vorkommenden Verteilungen zu P äquivalent ist, müssen es
aber nicht.

Sei K die Menge der beschränkten Funktionen in L2,0(P ). Setze

Pnk(dx) = P (dx)(1 + n−1/2k(x)), k ∈ K.

Dann ist Pnk Hellinger-differenzierbar in P mit Ableitung k,∥∥(dPnk/dP )1/2 − 1− 1
2
n−1/2k

∥∥
2

= o(n−1/2).

Setze Lnk = dPnnk/dP
n und Λnk = logLnk. Aus Satz 1 folgt, daß das Modell

lokal asymptotisch normal ist,

Λnk = n−1/2
n∑
i=1

k(Xi)−
1
2
‖k‖22 + oP (1), k ∈ K.

Wir sind also in der Situation von Kapitel 6, mit A = P, H = L2,0(P ),
natürlichem inneren Produkt auf K und H, D = I und

Sn(k) = n−1/2
n∑
i=1

k(Xi).

Sei f ∈ L2(P ) und κ(P ) = Pf ein lineares Funktional. Es gilt

n1/2(κ(Pnk)− κ(P )) = (k, f) = (k, f0), k ∈ K,

mit f0 = f − Pf ∈ H. Also ist κ differenzierbar in P mit kanonischem
Gradienten f0.

Der empirische Schätzer für κ(P ) = Pf ist

κ̂ =
1
n

n∑
i=1

f(Xi).

Es gilt

n1/2(κ̂− κ(P )) = n−1/2
n∑
i=1

f0(Xi).

Also ist κ̂ (asymptotisch) linear mit Einflußfunktion f0, also regulär und
effizient nach Bemerkung 4 und Satz 5.
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Bemerkung 8 Im nichtparametrischen Modell gibt es nur einen Gradien-
ten. Alle regulären asymptotisch linearen Schätzer sind also asymptotisch
äquivalent. Das liegt daran, daß wir H so gewählt haben, daß K dicht in
H ist. Es ist ohne weiteres möglich, den Begriff der Regularität zu erwei-
tern. Hier sind zwei einfache Beispiele. In beiden Beispielen schreiben wir
die Beobachtungen in Paaren Yi = (X2i−1, X2i), i = 1, . . . , n. Zur Verein-
fachung der Schreibweise haben wir hier den ursprünglichen Stichprobenum-
fang verdoppelt. Es sind Y1, . . . , Yn unabhängig mit Verteilung P 2 = P ⊗P .
Sei H2 = L2,0(P 2).

1. Sei f1(x, y) = f(y) mit f ∈ L2(P ). Ein neuer empirischer Schätzer
für κ(P ) = P 2f1 = Pf ist

κ̂1 =
1
n

n∑
i=1

f1(Yi) =
1
n

n∑
i=1

f(X2i).

Er ist asymptotisch linear im neuen Sinn, aber nicht im alten. Seine asymp-
totische Varianz ist doppelt so groß wie die des alten empirischen Schätzers
für Pf (jetzt mit 2n Beobachtungen).

2. Sei f2 ∈ L2(P 2). Ein empirischer Schätzer für κ(P ) = P 2f2 ist

κ̂2 =
1
n

n∑
i=1

f2(Yi) =
1
n

n∑
i=1

f2(X2i−1, X2i).

Auch er ist asymptotisch linear im neuen Sinn, aber nicht im alten.

Bemerkung 9 (Nebenbedingungen) Wenn die Verteilungen strukturellen
Nebenbedingungen genügen, können wir häufig diese Nebenbedingungen
recht einfach auf das lokale Modell und den empirischen Schätzer übertragen
und so effiziente Schätzer gewinnen.

Sei h : Ω→ R F-meßbar und P die Familie der Verteilungen auf F , für
die h ∈ L2(P ) mit Ph = 0 und Ph2 > 0 ist. Seien X1, . . . , Xn unabhängig
mit Verteilung P . Sei f ∈ L2(P ) und κ(P ) = Pf . Ein Schätzer für κ(P )
ist der empirische Schätzer. Wir wissen schon, wie wir ihn mit der linearen
Einschränkung Ph = 0 verbessern können. Wir wollen zeigen, daß uns
die Theorie der Effizienz auch diese Verbesserung liefert und zusätzlich die
Effizienz des verbesserten Schätzers zeigt.

Definiere Pnk wie oben. Wegen der Nebenbedingung

0 = Pnkh = P (1 + n−1/2k)h
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muß (k, h) = Pkh = 0 gelten. Das lokale Modell besteht also aus den Folgen
Pnk mit k ∈ K1, wobei

K1 = {k ∈ K : (k, h) = 0}.

Natürlich bleibt κ auf diesem Teilmodell differenzierbar, und f0 = f − Pf
ist weiterhin ein Gradient von κ in P . Er ist aber i.a. nicht in K−1 , also nicht
kanonisch. Der kanonische Gradient ist die Projektion von f0 auf K−1 , also
die Funktion f1 ∈ K−1 , für die gilt:

(k, f1) = (k, f0), k ∈ K1.

Da K1 aus den k ∈ K besteht, die zu h orthogonal sind, ist die Projektion
von f0 auf K−1 von der Form f1 = f0 − ch. Die Konstante c ergibt sich aus

0 = (f1, h) = (f0, h)− c(h, h) = (f, h)− c(h, h).

Wir erhalten c = (f, h)/(h, h) = Pfh/Phh. Ein Schätzer mit der Einfluß-
funktion f1 ergibt sich als

1
n

n∑
i=1

(f(Xi)− ĉh(Xi)) mit ĉ =
∑n

i=1 f(Xi)h(Xi)∑n
i=1 h

2(Xi)
.

Er ist deshalb regulär und effizient im nichtparametrischen Modell mit der
Nebenbedingung Ph = 0.

8 LAN für Markov-Ketten

Sei (Ω,F , P ) ein Wahrscheinlichkeitsraum und F1 ⊂ F2 ⊂ · · · ⊂ F eine
Filtration. Für n ∈ N seien Yn Fn-meßbare und integrierbare Zufallsvari-
ablen. Es heißt (Yn,Fn), n ∈ N, Folge von Martingal-Differenzen, wenn
E(Yn+1|Fn) = 0 für n ∈ N. Das gilt genau dann, wenn (Zn,Fn) mit
Zn =

∑n
i=1 Yi ein Martingal ist.

Satz 7 (Zentraler Grenzwertsatz für Martingale) Sei (Yn,Fn) eine Folge
von Martingal-Differenzen. Es gelte

1
n

n∑
i=1

E(Y 2
i+1|Fi)→ σ2 > 0 (P ),

1
n

n∑
i=1

EY 2
i 1(|Yi| > n1/2ε)→ 0, ε > 0.

Dann gilt n−1/2
∑n

i=1 Yi ⇒ σN .
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Dann konvergiert auch der Partialsummenprozeß t → n−1/2
∑[nt]

i=1 Yi,
t ∈ [0, 1], in Verteilung gegen t → σBt, t ∈ [0, 1], wobei B die Brownsche
Bewegung bezeichnet. Das werden wir aber nicht brauchen. Ein Beweis des
Satzes steht in Durrett (1991), Theorem (7.4).

Sei (E, E) ein meßbarer Raum. Eine Folge X0, X1, . . . von Zufallsele-
menten mit Werten in E heißt stochastischer Prozeß im Zustandsraum E.

Definition. Sei Q ein Kern auf E × E . Eine (homogene) Markov-Kette
(bezüglich der natürlichen Filtration) mit Übergangsverteilung Q ist charak-
terisiert durch

P (Xn+1 ∈ A|X0, . . . , Xn) = P (Xn+1 ∈ A|Xn) = Q(Xn, A), A ∈ E , n ∈ N.

Die Verteilung µ von X0 heißt Startverteilung. Wir schreiben Pµ für die
Verteilung von X0, X1, . . . und Px, wenn µ = δx. Für Kerne Q, R und eine
Verteilung µ schreiben wir

Q⊗R(x, dy, dz) = Q(x, dy)R(y, dz), QR(x,A) =
∫
Q(x, dy)R(y,A),

µ⊗Q(dx, dy) = µ(dx)Q(x, dy), µQA =
∫
µ(dx)Q(x,A).

Zur Abkürzung setzen wir Qn = QQn−1 und Qxf =
∫
Q(x, dy)f(y). Ist

X0, X1, . . . eine Markov-Kette mit Startverteilung µ und Übergangsvertei-
lung Q, so hat (Xn, . . . , Xn+m) die Verteilung µQn⊗Q⊗· · ·⊗Q. Insbeson-
dere hat Xn die Verteilung µQn.

Definition. Eine Verteilung π auf E heißt invariant unter Q, wenn πQ = π.

Ein Prozeß X0, X1, . . . heißt stationär, wenn für alle t,m ∈ N0 der Vektor
(Xt, . . . , Xt+m) wie X0, . . . , Xm verteilt ist. Eine Markov-Kette mit invari-
anter Verteilung π ist stationär genau dann, wenn π die Startverteilung ist.

Definition. Eine Markov-Kette heißt positiv Harris-rekurrent, wenn sie eine
invariante Verteilung π hat und für jedes x ∈ E und jedes A ∈ E mit πA > 0
gilt:

Px

( ∞∑
n=0

1(Xn ∈ A) =∞
)

= 1.

Sei ‖µ‖ = supA∈E |µA| = |µ|E.
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Definition. Eine Markov-Kette heißt aperiodisch, wenn für alle Startvertei-
lungen µ, ν gilt:

‖µQt − νQt‖ → 0.

Für eine aperiodische Markov-Kette mit invarianter Verteilung π gilt für
alle Startverteilungen µ:

‖µQt − π‖ → 0.

Satz 8 (Starkes Gesetz der großen Zahl für Markov-Ketten) Sei X0, X1, . . .
eine positiv Harris-rekurrente und aperiodische Markov-Kette mit invari-
anter Verteilung π. Dann gilt für jedes π-integrierbare f :

1
n

n∑
i=1

f(Xi)→ πf f.s.

Ein Beweis steht in Meyn und Tweedie (1993), Theorem 17.2.7.

Es habe Q eine invariante Verteilung π. Bezeichne ‖ ‖2 die Norm auf
L2(π ⊗Q). Wir setzen

H = {h ∈ L2(π ⊗Q) : Qh = 0}.

Definition. Eine Folge Qn von Übergangsverteilungen heißt Hellinger-diffe-
renzierbar in Q mit Ableitung h, wenn h ∈ H und∫

Q(x, dy)
((dQn

dQ

)1/2
(x, y)− 1− 1

2
n−1/2h(x, y)

)2
≤ n−1rn(x)

mit rn ↓ 0 punktweise und π-integrierbar für große n.

Seien X0, . . . , Xn Beobachtungen einer Markov-Kette mit Startvertei-
lung µ und Übergangsverteilung Q. Dann haben die Bobachtungen die
Verteilung

Pn+1(dx0, . . . , dxn) = µ(dx0)
n∏
i=1

Q(xi−1, dxi).

Bezeichne P ′n+1 diese Verteilung unter µn und Qn. Dann ist der Likelihood-
Quotient von der Form

Ln(x0, . . . , xn) =
dP ′n+1

dPn+1
(x0, . . . , xn) =

dµn
dµ

(x0)
n∏
i=1

dQn
dQ

(xi−1, xi).

Setze Λn = logLn.
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Satz 9 (LAN für Markov-Ketten) Sei die Markov-Kette positiv Harris-re-
kurrent und aperiodisch mit invarianter Verteilung π, und gelte

(8.1)
∫ ((dµn

dµ

)1/2
− 1
)2
dµ→ 0.

Ist Qn Hellinger-differenzierbar mit Ableitung h, so gilt

Λn = n−1/2
n∑
i=1

h(Xi−1, Xi)−
1
2
‖h‖22 + op(1),

n−1/2
n∑
i=1

h(Xi−1, Xi)⇒ ‖h‖2N.

Der Beweis geht wie der von Satz 2. Statt des (schwachen) Gesetzes der
großen Zahl für i.i.d. Beobachtungen wenden wir Satz 8 an. Die asymptoti-
sche Normalität folgt aus Satz 7, weil Yn = h(Xn−1, Xn), n ∈ N, eine Folge
von Martingal-Differenzen ist.

9 Gleichmäßige Ergodizität
und Martingal-Approximation

Sei V : E → [1,∞) meßbar. Für eine meßbare Funktion f auf E setze

|f |V = sup
x∈E

|f(x)|
V (x)

.

Es gilt |f |V ≤ 1 genau dann, wenn |f | ≤ |V |. Für ein signiertes Maß µ auf
E setze

‖µ‖V = sup
|f |V ≤1

|µf |.

Sei LV die Menge der f mit |f | <∞ undMV die Menge der µ mit ‖µ‖V <
∞. Die Mengen LV und MV sind Banach-Räume für die Normen | |V und
‖ ‖V . Es gilt

|f |V = sup
‖µ‖V ≤1

|µf |.

Für einen signierten Kern K auf E × E setze

‖K‖V = sup
|f |V ≤1

|Kf |V .
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Aus der Definition der Operatornorm folgt |Kf |V ≤ ‖K‖V |f |V . Für zwei
signierte Kerne J , K gilt also ‖JK‖V ≤ ‖J‖V |Kf |V , also

‖JK‖V ≤ ‖J‖V ‖K‖V .

Es gilt
‖K‖V = sup

‖µ‖V ≤1
‖µK‖V .

Gilt ‖K‖V < ∞, so sind also f → Kf und µ → µK beschränkte lineare
Operatoren auf LV und MV .

Definition. Eine Markov-Kette mit Übergangsverteilung Q heißt V -gleich-
mäßig ergodisch, wenn sie eine invariante Verteilung π hat und

‖Qt −Π‖V → 0

für die stationäre Projektion Π(x, dy) = π(dy) gilt.

Dann ist die Kette auch positiv Harris-rekurrent und aperiodisch; siehe
Revuz (1984), Chapter 6, Theorem 3.4. Es gilt

QΠ(x, dz) =
∫
Q(x, dy)Π(y, dz) = Π(x, dz),

ΠQ(x, dz) =
∫

Π(x, dy)Q(y, dz) = Π(x, dz).

Es ergibt sich (Qt−1 −Π)(Q−Π) = Qt −Π, also durch Iteration

(Q−Π)t = Qt −Π.

Wähle t0, so daß % = ‖(Q−Π)t0‖V < 1. Dann gilt

‖Qt −Π‖V = ‖(Q−Π)t‖V = ‖(Q−Π)t0‖t−t0V = %t−t0 = %−t0%t.

Also existiert ein C > 0 und ein % < 1, so daß

(9.1) ‖Qt −Π‖V ≤ C%t.

Die Kette ist also sogar geometrisch V -gleichmäßig ergodisch. Bezeichne
I(x, dy) = δx(dy) den Einheitskern. Setze Q0 = I. Der Operator

U =
∞∑
t=0

(Q−Π)t =
∞∑
t=0

(Qt −Π)
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ist beschränkt auf LV und die Inverse von I −Q+ Π.

Definition. Eine Markov-Kette mit Übergangsverteilung Q heißt stark sta-
bil, wenn es ein ε > 0 gibt, so daß jede Übergangsverteilung Q′ mit ‖Q′ −
Q‖V < ε eine invariante Verteilung π′ besitzt und ‖π′− π‖V → 0 gilt, wenn
‖Q′ −Q‖V → 0.

Wenn I −Q+ Π eine beschränkte Inverse hat, ist die Kette stark stabil;
siehe Kartashov (1985), Theorem 4. Für Verteilungen µ, ν gilt (µ−ν)Π = 0,
also

π′ − π = π′(Q′ −Q) + (π′ − π)(Q−Π).

Durch Iteration ergibt sich

π′ − π = π′(Q′ −Q) +
m∑
t=1

π′(Q′ −Q)(Qt −Π) + π′(Q′ −Q)(Qm+1 −Π).

Wegen (9.1) konvergiert die rechte Seite in der ‖ ‖V -Norm gegen π′(Q′−Q)U ,
also

π′ − π = π′(Q′ −Q)U.

Durch erneute Iteration ergibt sich die Störungsentwicklung

(9.2) π′ − π = π

m∑
t=1

(
(Q′ −Q)U

)t + π′
(
(Q′ −Q)U

)m+1
.

Wenn ‖(Q′ −Q)U‖V < 1 gilt oder zumindest ‖
(
(Q′ −Q)U

)t‖V < 1 für ein
t, so folgt

π′ − π = π
∞∑
t=1

(
(Q′ −Q)U

)t
.

Satz 10 (Martingal-Approximation) Sei die Markov-Kette V -gleichmäßig
ergodisch, sei V π-integrierbar und |f |V ≤ 1. Dann gilt

1
n

n∑
i=1

(f(Xi)− πf) =
1
n

n∑
i=1

Af(Xi−1, Xi) +OPn+1(n−1)

mit

Af(x, y) = Uy(f − πf)−QxU(f − πf) =
∞∑
t=0

(Qtyf −Qt+1
x f)

und QXAf(X,Y ) = 0.
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Beweis. Schreibe f−πf = (I−Π)f−(Q−Π)f+(Q−Π)f . Durch Iteration
ergibt sich

n∑
i=1

(f(Xi)− πf) =
n∑
i=1

(Uf(Xi)−QXiUf)

=
n∑
i=1

(Uf(Xi)−QXi−1Uf) +
n∑
i=1

(QXi−1Uf −QXiUf)

=
n∑
i=1

Af(Xi−1, Xi) +QX0Uf −QXnUf.

Jetzt P (|QXnUf | > c) ≤ c−1µQn|Uf | anwenden.

Satz 11 (Zentraler Grenzwertsatz für Markov-Ketten) Sei die Markov-Ket-
te V -gleichmäßig ergodisch, sei V π-integrierbar und f2 ≤ V . Dann gilt

n−1/2
n∑
i=1

(f(Xi)− πf)⇒ ‖Af‖2N.

Beweis. Nach Satz 10 gilt

n−1/2
n∑
i=1

(f(Xi)− πf) = n−1/2
n∑
i=1

Af(Xi−1, Xi) +OPn+1(n−1/2).

Nach Satz 7 für Yi = Af(Xi−1, Xi) gilt

n−1/2
n∑
i=1

Af(Xi−1, Xi)⇒ ‖Af‖2N.

Die Varianz ‖Af‖22 von Af ist eine Doppelsumme, aber auf allen Dia-
gonalen stehen alternierende Folgen, denn∫∫

π(dx)Q(x, dy)(Qsyf −Qs+1
x f)(Qtyf −Qt+1

x f)

=
∫∫

π(dx)Q(x, dy)(Qsyf −Qs+1
x f)Qtyf,∫∫

π(dx)Q(x, dy)QsyfQ
t
yf = πQsfQtf,∫∫

π(dx)Q(x, dy)Qs+1
x fQtyf = πQs+1fQt+1f.
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Also gilt

‖Af‖22 = π(f − πf)2 + 2
∞∑
t=1

π(f − πf)Qtf.

Die Varianz von n−1/2
∑n

i=1(f(Xi)− πf) ist

π(f − πf)2 +
2
n

∑
1≤i<j≤n

E(f(Xi)− πf)(f(Xj)− πf).

Für i < j gilt

E(f(Xi)− πf)(f(Xj)− πf) = π(f − πf)Qj−if.

Also konvergiert die Varianz von n−1/2
∑n

i=1(f(Xi)− πf) gegen ‖Af‖22.
Die beiden Sätze lassen sich auf Funktionen f mit mehr als einem Argu-

ment verallgemeinern. Sei f eine meßbare Funktion auf E2. Sei f2(x, y) ≤
V α(x)V β(y) mit α+ β = 1, α, β ≤ 0. Wir schreiben

(9.3) f(Xi−1, Xi)− π ⊗Qf = f(Xi−1, Xi)−QXi−1f +QXi−1f − π ⊗Qf

und wenden Satz 10 auf Qxf statt f(x) an. Es ergibt sich die Martingal-
Approximation

1
n

n∑
i=1

(f(Xi−1, Xi)− π ⊗Qf) =
1
n

n∑
i=1

Af(Xi−1, Xi) +OPn+1(n−1)

mit

Af(x, y) = f(x, y)−Qxf +
∞∑
t=1

(Qtyf −Qt+1
x f).

10 Effizienz empirischer Schätzer
für Markov-Ketten

Seien X0, . . . , Xn Beobachtungen einer Markov-Kette mit Übergangsvertei-
lung Q. Sei Q fest, mit invarianter Verteilung π. Wie in Kapitel 8 sei

H = {h ∈ L2(π ⊗Q) : Qh = 0}.

Sei K die Menge der beschränkten Funktionen in H. Für k ∈ K setze

Qnk(x, dy) = Q(x, dy)(1 + n−1/2k(x, y)).
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Dann ist Qnk Hellinger-differenzierbar mit Ableitung k.
Die Kette sei V -gleichmäßig ergodisch unter Q, also nach Kapitel 9 auch

positiv Harris-rekurrent und aperiodisch. Es gelte (8.1) für die Startvertei-
lung µnk zu Qnk. Dann ist nach Satz 9 das Modell lokal asymptotisch
normal,

Λnk = n−1/2
n∑
i=1

k(Xi−1, Xi)−
1
2
‖k‖22 + op(1),

n−1/2
n∑
i=1

k(Xi−1, Xi)⇒ ‖k‖2N.

Für |k| ≤ c gilt
‖Qnk −Q‖V ≤ n−1/2c‖Q‖V .

Sei ‖Q‖V < ∞. Nach Kapitel 9 ist die Kette stark stabil unter Q. Für
n ≥ nc hat also jedes Qnk mit |k| ≤ c eine invariante Verteilung πnk, und

sup
|k|≤c
‖πnk − π‖V → 0.

Da U beschränkt ist, gilt andererseits auch

sup
|k|≤c
‖(Qnk −Q)U‖V = O(n−1/2).

Die Störungsentwicklung (9.2) für m = 1 liefert dann gleichmäßig für |k| ≤ c:

‖πnk − π − π(Qnk −Q)U‖V = ‖πnk
(
(Qnk −Q)U

)2‖V = O(n−1).

Ist V π-integrierbar und f2 ≤ V , so ergibt sich

n1/2(πnkf − πf)→
∫∫

π(dx)Q(x, dy)k(x, y)Uyf = π ⊗QkAf.

Es gilt Af ∈ K− = H. Also ist πf differenzierbar in Q mit kanonischem
Gradienten Af .

Das überträgt sich auf Funktionen mit mehr als einem Argument. Sei f
eine meßbare Funktion auf E2. Sei f2(x, y) ≤ V α(x)V β(y) mit α + β ≤ 1
und α, β ≥ 0. Dann gilt

(10.1) n1/2(πnk ⊗Qnkf − π ⊗Qf)→ π ⊗QkAf.

Also ist π ⊗Qf differenzierbar in Q mit kanonischem Gradienten Af .
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Satz 12 Seien X0, . . . , Xn Beobachtungen einer Markov-Kette mit Über-
gangsverteilung Q und invarianter Verteilung π. Die Kette sei V -gleichmä-
ßig ergodisch mit ‖Q‖V <∞, und V sei π-integrierbar. Sei f eine meßbare
Funktion auf E2 mit f2(x, y) ≤ V α(x)V β(y) und α + β ≤ 1, α, β ≥ 0. Der
lokale Parameter-Raum sei K, und die Startverteilungen µnk zu Qnk erfüllen
(8.1). Dann ist der empirische Schätzer (1/n)

∑n
i=1 f(Xi−1, Xi) regulär und

effizient für π ⊗Qf .

Beweis. Das Modell ist lokal asymptotisch normal. Nach (10.1) ist Af der
kanonische Gradient von π⊗Qf . Nach (9.3) ist Af die Einflußfunktion des
empirischen Schätzers. Die Behauptung folgt aus der Charakterisierung in
Bemerkung 4.

Bemerkung 10 (Störungsentwicklung mit Kontiguitätsargument) Den ka-
nonischen Gradienten aus (10.1) erhalten wir auch mit dem dritten Lemma
von Le Cam. Wir brauchen also eigentlich die Störungsentwicklung aus
Kapitel 9 nicht, wohl aber die Martingal-Approximation. Bezeichne Ef =
1
n

∑n
i=1 f(Xi−1, Xi) den empirischen Schätzer für π ⊗ Qf . Mit Satz 10

ist (Λnk, n1/2(Ef − π ⊗ Qf))> unter Pn+1 asymptotisch normal mit Mit-
telwertvektor (−‖k‖22/2, 0)> und Kovarianz (k,Af)2. Nach Lemma 8 ist
also n1/2(Ef − π ⊗Qf) unter Pn+1,nk asymptotisch normal mit Mittelwert
(k,Af)2. Andererseits hat Ef unter Pn+1,nk den Mittelwert πnk ⊗ Qnkf .
Also gilt

n1/2(πnk ⊗Qnkf − π ⊗Qf)→ (k,Af)2.

Definition. Sei m ∈ N und Q ein Kern auf Em×E . Wir nennen eine Folge
X−m+1, X−m+2, . . . von Zufallselementen mit Werten in E Markov-Kette
der Ordnung m, wenn

P (Xn+1 ∈ A|X−m+1, . . . , Xn) = P (Xn+1 ∈ A|Xn−m+1, . . . , Xn)
= Q(Xn−m+1, . . . , Xn, A), A ∈ Em, n ∈ N.

Wir setzen

Q⊗Q(x1, . . . , xm, dxm+1, dxm+2)
= Q(x1, . . . , xm, dxm+1)Q(x2, . . . , xm+1, dxm+2)

etc. Eine Verteilung π auf Em heißt invariant unter Q, wenn π ⊗ Qm =
π. Die Martingal-Approximation und die Effizienz empirischer Schätzer
übertragen sich auf Markov-Ketten höherer Ordnung. Letztere lassen sich
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auch als spezielle Markov-Ketten erster Ordnung interpretieren. Setze Xn =
(Xn−m+1, . . . , Xn)>. Dann ist X0,X1, . . . eine Markov-Kette der Ordnung
1 mit Übergangsverteilung Q⊗m = Q⊗ · · · ⊗Q auf Em × Em.

Bemerkung 11 (Mehrdimensionale stationäre Verteilung) Sei X0, X1, . . .
eine Markov-Kette (der Ordnung 1). Bezeichne

B3(dx, dy, dz) = π(dx)Q(x, dy)Q(y, dz)

die stationäre Verteilung von (X0, X1, X2). Sei f ∈ L2(B3). Wir wollen B3f
schätzen. Der empirische Schätzer ist

B3f =
1

n− 1

n∑
i=2

f(Xi−2, Xi−1, Xi).

Wir erhalten eine Martingal-Approximation wie folgt. Setze

Qxyf =
∫
Q(y, dz)f(x, y, z),

Q2
xf =

∫
Q(x, dy)Qxyf, Qtf = QQt−1f, t = 3, 4, . . . .

Schreibe

f(x, y, z) = f(x, y, z)−Qxyf +Qxy −Q2
xf +Q2

xf.

Mit Satz 10 für Q2f statt f ergibt sich

n1/2(B3f −B3f) = n−1/2
n∑
i=2

Af(Xi−2, Xi−1, Xi) + op(1)

mit

Af(x, y, z) = f(x, y, z)−Qxyf +Qyzf −Q2
yf +AQ2f(y, z).

Der Schätzer B3f ist nicht asymptotisch linear, denn Af ist nicht in H.
Insbesondere ist er nicht effizient. Er ist aber effizient im größeren Modell
der Markov-Ketten der Ordnung 2. Dazu schreiben wir B3(dx, dy, dz) =
B2(dx, dy)Q(x, y, dz) in Analogie zur Darstellung der Ketten der Ordnung
1. Die Einflußfunktion ist dann

Af(x, y, z) = f(x, y, z)−Qxyf +AQf(x, y, z).
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Es gibt verschiedene Möglichkeiten, effiziente Schätzer für B3f (für Ketten
der Ordnung 1) zu konstruieren. Sie verwenden die Faktorisierung

B3(dx, dy, dz) = π(dx)Q(x, dy)Q(y, dz).

Sei die Kette reellwertig, und habe Q(x, dy) die Lebesgue-Dichte q(x, y).
Dann hat π ebenfalls eine Lebesgue-Dichte, sagen wir b. Bezeichne b2(x, y) =
b(x)q(x, y) die Dichte von B2 = π ⊗Q. Dann hat B3 die Dichte

b(x)q(x, y)q(y, z) =
b2(x, y)b2(y, z)

b(y)
.

Kernschätzer für b und b2 sind

b̂(y) =
1
n

n∑
i=1

kb(y −Xi), b̂2(x, y) =
1
n

n∑
i=1

kb(x−Xi−1)kb(y −Xi).

Wir schätzen B3f durch den Plug-in-Schätzer

B̂3f =
∫∫∫

b̂2(x, y)b̂2(y, z)

b̂(y)
f(x, y, z) dx dy dz

oder durch

B̄3f =
1
n

n∑
i=1

∫
b̂2(Xi, z)

b̂(Xi)
f(Xi−1, Xi, z) dz.

Der erste Schätzer ist eine geglättete Version des zweiten. Wir wollen
hier die Einflußfunktion nicht ausrechnen. Wir erwarten aber, daß sie mit
dem kanonischen Gradienten übereinstimmt. Um letzteren zu bestimmen,
schreiben wir

n1/2(B2nk ⊗Qnkf −B2 ⊗Qf)

= n1/2(B2nk −B2)⊗Qf +B2 ⊗ n1/2(Qnk −Q)f

+ n1/2(B2nk −B2)⊗ (Qnk −Q)f

= B2kAQf + Eπk(X1, X2)f(X0, X1, X2) +O(n−1/2).

Die umgekehrte Übergangsverteilung Q− ist definiert durch

π(dx)Q(x, dy) = π(dy)Q−(y, dx).

Es gilt
B3(dx, dy, dz) = B2(dy, dz)Q−(y, dx).
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Setze
Q−yzf =

∫
Q−(y, dx)f(x, y, z).

Es ergibt sich

Eπk(X1, X2)f(X0, X1, X2) =
∫
B2(dy, dz)k(y, z)Q−yzf.

Wir projizieren Q−f auf H und erhalten den kanonischen Gradienten

g0(x, y) = AQf(x, y) +Q−xyf −QxQ−f.

Das muß die Projektion der Einflußfunktion des empirischen Schätzers im
größeren Modell sein. Im kleineren Modell gilt Q(x, y, dz) = Q(y, dz), und
Af(x, y, z) vereinfacht sich zu

Af(x, y, z) = f(x, y, z)−Qxyf +AQf(y, z).

Wir erhalten unter Weglassen der bedingten Zentrierungen∫∫∫
B3(dx, dy, dz)(Af(x, y, z)− g0(y, z))k(y, z)

=
∫∫∫

B3(dx, dy, dz)(f(x, y, z) +AQf(y, z)−AQf(y, z)−Q−yzf)k(y, z)

= 0.

Bemerkung 12 (Falsch spezifiziertes Modell) Im folgenden untersuchen
wir heuristisch ein nicht lineares Funktional auf einem nichtparametrischen
Modell. Sei Qϑ, ϑ ∈ Θ ⊂ R, eine parametrische Familie von Übergangsver-
teilungen mit Dichten qϑ. Sei die wahre Übergangsverteilung Q unbekannt.
Was schätzt dann der Maximum-Likelihood-Schätzer?

Sei π die invariante Verteilung von Q. Setze B = π ⊗Q. Die Kullback–
Leibler-Information ist B log qϑ. Sei ϑ(B) der Parameter ϑ, der die Kull-
back–Leibler-Information maximiert. Ein plausibler Schätzer für ϑ(B) ist
die empirische Version dieses Funktionals. Bezeichne

B =
1
n

n∑
i=1

δ(Xi−1,Xi).

Sei ϑ̂ der Parameter ϑ, der die empirische Kullback–Leibler-Information

ϑ(B) =
1
n

n∑
i=1

log qϑ(Xi−1, Xi)
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maximiert. Das ist der Maximum-Likelihood-Schätzer.
Welche Einflußfunktion hat der Maximum-Likelihood-Schätzer? Wir

zeigen, daß er auch im falsch spezifizierten Modell effizient bleibt. Sei
˙̀
ϑ = q̇ϑ/qϑ. Nach Definition von ϑ(B) gilt

0 = ∂ϑ=ϑ(B)B log qϑ = B ˙̀
ϑ(B).

Die Einflußfunktion von ϑ̂ unter Q ergibt sich durch Taylor-Entwicklung

0 =
1
n

n∑
i=1

˙̀
ϑ̂(Xi−1, Xi)

=
1
n

n∑
i=1

˙̀
ϑ(B)(Xi−1, Xi) + (ϑ̂− ϑ(B))

1
n

n∑
i=1

῭
ϑ(B)(Xi−1, Xi)

+ oPn+1(n−1/2),

also durch Auflösen nach ϑ̂ und mit dem Gesetz der großen Zahl:

n1/2(ϑ̂− ϑ(B)) = −(B ῭
ϑ(B))

−1n−1/2
n∑
i=1

˙̀
ϑ(B)(Xi−1, Xi) + oPn+1(n−1/2).

Es gilt zwar, wie oben gezeigt, B ˙̀
ϑ(B) = 0, aber ˙̀

ϑ(B)(Xi−1, Xi) ist i.a.
keine Martingal-Differenz mehr. Mit Satz 10 folgt aber, daß ϑ̂ unter Q
asymptotisch linear für ϑ(B) mit Einflußfunktion −(B ῭

ϑ(B))−1A ˙̀
ϑ(B) ist.

Ist der Maximum-Likelihood-Schätzer effizient? Sei Bnk = πnk ⊗ Qnk.
Durch Taylor-Entwicklung erhalten wir

0 = Bnk ˙̀
ϑ(Bnk) = Bnk ˙̀

ϑ(B) + (ϑ(Bnk)− ϑ(B))Bnk ῭
ϑ(B) + o(n−1/2).

Es gilt Bnk ῭
ϑ(B) → B ῭

ϑ(B) und

n1/2(Bnk ˙̀
ϑ(B) −B ˙̀

ϑ(B))→ BkA ˙̀
ϑ(B).

Also ergibt sich durch Auflösen nach ϑ(Bnk):

n1/2(ϑ(Bnk)− ϑ(B))→ −(B ῭
ϑ(B))

−1BkA ˙̀
ϑ(B).

Es gilt A ˙̀
ϑ(B) ∈ K− = H. Also ist g = −(B ῭

ϑ(B))−1A ˙̀
ϑ(B) der kanonische

Gradient von ϑ(B). Das ist die Einflußfunktion des Maximum-Likelihood-
Schätzers.
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11 ARMA-Prozesse

Sei Xt, t ∈ Z, ein reellwertiger Prozeß (eine Zeitreihe) auf (Ω,F , P ).

Definition. Es gelte EX2
t < ∞ für t ∈ Z. Dann ist die Autokovarianz-

Funktion definiert durch

γ(r, s) = Cov (Xr, Xs), r, s ∈ Z.

Es gilt γ(r, s) = γ(s, r).

Definition. Eine Zeitreihe (Xt) heißt schwach stationär, wenn für einm ∈ R
und für r, s, t ∈ Z gilt:

EX2
t <∞, EXt = m, γ(r, s) = γ(r + t, s+ t).

Dann ist die Autokovarianz-Funktion durch die Funktion

γ(s) = γ(s, 0) = γ(t+ s, t)

beschrieben. Es gilt γ(r, s) = γ(r − s). Ist die Zeitreihe (strikt) stationär
mit endlichen zweiten Momenten, dann ist sie schwach stationär.

Definition. Eine Zeitreihe (Xt) heißt Gaußsch, wenn (Xt1 , . . . , Xtm)> nor-
malverteilt ist für alle {t1, . . . , tm} ⊂ Z und m ∈ N. Sie heißt zentriert, wenn
EXt = 0 für t ∈ Z.

Ein schwach stationärer Gaußscher Prozess ist stationär, denn eine mehr-
dimensionale Normalverteilung ist durch ihre Mittelwerte, Varianzen und
Kovarianzen bestimmt.

Sei µ ein m-dimensionaler Vektor und Σ eine symmetrische und positiv
definite m×m Matrix. Die m-dimensionale Normalverteilung Nµ,Σ hat die
Dichte

pµ,Σ(x) = (2π)−m/2(det Σ)−1/2 exp
(
− 1

2
(x− µ)>Σ−1(x− µ)

)
.

Sei I die m-dimensionale Einheitsmatrix. Die m-dimensionale Standard-
Normalverteilung N0,I hat die Dichte

p0,I(x) = (2π)−m/2 exp
(
− 1

2
x>x

)
= (2π)−m/2

∏
exp(−x2

j/2).

Das ist ein unabhängiges Produkt, die Verteilung eines Vektors mit un-
abhängigen eindimensionalen standard-normalverteilten Komponenten. Die
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Kovarianzmatrix von N0,I ist also I. Ist X standard-normalverteilt, so folgt
Σ1/2X + µ der Verteilung Nµ,Σ. Also hat Nµ,Σ den Mittelwertvektor µ und
die Kovarianzmatrix Σ.

Ist Σ symmetrisch und positiv semidefinit, so nennen wir weiterhin die
Verteilung von Σ1/2X + µ eine m-dimensionale Normalverteilung. Sie lebt
auf einem affinen Teilraum von Rm.

Für die Autokovarianz-Funktion eines schwach stationären Prozesses gilt

γ(0) = E(X0 − µ)2 ≥ 0,
|γ(s)| = |E(Xs − µ)(X0 − µ)| ≤ γ(0),
γ(s) = γ(s, 0) = γ(0,−s) = γ(−s, 0) = γ(−s).

Definition. Eine Funktion γ : Z→ R heißt positiv semidefinit, wenn
m∑

i,j=1

aiγ(ti − tj)aj ≥ 0

für ai ∈ R, ti ∈ Z, m ∈ N.

Satz 13 (Charakterisierung von Autokovarianz-Funktionen) Eine Funktion
γ : Z → R ist Autokovarianz-Funktion einer schwach stationären Zeitreihe
genau dann, wenn sie positiv semidefinit und gerade ist.

Beweis. Hinreichend. Sei γ die Autokovarianz-Funktion einer schwach sta-
tionären Zeitreihe. Setze a = (a1, . . . , am)>, t = (t1, . . . , tm)>,

Z = (Xt1 − EXt1 , . . . , Xtm − EXtm)>.

Es gilt

0 ≤ Var (a>Z) = a>EZZ>a =
m∑

i,j=1

aiγ(ti − tj)aj .

Notwendig. Sei γ positiv semidefinit und gerade. Zu t = (t1, . . . , tm)>

sei Γt die Matrix mit Einträgen γ(ti − tj). Dann ist Γt symmetrisch und
positiv semidefinit. Sei (Xt1 , . . . , Xtm)> verteilt wieN0,Γt . Die Familie dieser
Verteilungen ist offensichtlich projektiv. Nach dem Fortsetzungssatz von
Kolmogorov is (Xt) also ein zentrierter stationärer Gaußscher Prozeß mit
Autokovarianz-Funktion γ.

Definition. Ein Prozeß (Zt) heißt weißes Rauschen mit (Mittelwert 0 und)
Varianz σ2 , wenn er ein schwach stationärer Prozeß mit EZt = 0 und
γ(0) = σ2 und γ(t) = 0 für t 6= 0 ist.
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Der Backshift B ist definiert durch BXt = Xt−1.

Definition. Sei p, q ∈ N. Setze %(z) = 1 − %1z − · · · − %pzp und ϕ(z) =
1+ϕ1z+ · · ·+ϕqz

q. Ein schwach stationärer Prozeß (Xt) heißt ARMA(p,q),
wenn %(B)Xt = ϕ(B)Zt für ein weißes Rauschen (Zt). Ausführlich:

Xt − %1Xt−1 − · · · − %pXt−p = Zt + ϕ1Zt−1 + · · ·+ ϕqZt−q.

Wir setzen %0 = 1 und ϕ0 = 1.

Beispiel. Für p = 0, also %(z) = 1 = z0, ergibt sich der MA(q)-Prozeß
Xt = ϕ(B)Zt. Es gilt EXt =

∑q
j=0EZt−j = 0 und

Cov (Xt+s, Xt) = σ2
q−s∑
j=0

ϕjϕj+s = γ(s).

Also ist (Xt) schwach stationär mit Autokovarianz-Funktion γ, und γ(t) = 0
für |t| > q.

Beispiel. Für q = 0, also ϕ(z) = 1 = z0, ergibt sich der AR(p)-Prozeß
%(B)Xt = Zt. Er ist nicht immer schwach stationär. Für p = 1 ist er von
der Form Xt = Zt + %Xt−1. Durch Iteration ergibt sich

Xt = Zt + %Zt−1 + %2Xt−2 =
m−1∑
j=0

%jZt−j + %mXt−m.

Falls EXt konstant ist und |%| < 1 gilt, folgt∥∥∥Xt −
m−1∑
j=0

%jZt−j

∥∥∥2

2
= %2m‖Xt−m‖22 → 0, m→∞.

Also gilt in L2(P ):

Xt =
∞∑
j=0

%jZt−j .

Wir haben also eine MA(∞)-Darstellung für AR(1). Die schwache Statio-
narität ergibt sich wie im vorigen Beispiel. Umgekehrt ergibt sich wieder
die AR(1)-Darstellung:

Xt = Zt +
∞∑
j=1

%jZt−j = Zt + %

∞∑
j=0

%jZt−j−1 = Zt + %Xt−1.
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Das gilt allgemeiner, und auch f.s.

Definition. Eine Zeitreihe (Xt) heißt kausal, wenn

Xt =
∞∑
j=0

ϑjZt−j mit
∞∑
j=0

|ϑj | <∞.

Satz 14 Gilt supE|Xt| <∞ und
∑∞

j=−∞ |ϑj | <∞, dann ist die Reihe

ϑ(B)Xt =
∞∑

j=−∞
ϑjXt−j

f.s. absolut konvergent. Gilt auch supEX2
t <∞, so konvergiert sie auch in

L2(P ).

Beweis. Mit dem Satz von der monotonen Konvergenz gilt

E
∞∑

j=−∞
|ϑj ||Xt−j | = lim

n→∞
E

n∑
j=−n

|ϑj ||Xt−j | ≤ supE|Xt|
∞∑

j=−∞
|ϑj |.

Also konvergieren
∑∞

j=−∞ |ϑj ||Xt−j | und ϑ(B)Xt f.s. Gelte supEX2
t < ∞.

Für n > m > 0 gilt

E
( ∑
m<|j|≤n

ϑjXt−j

)2
=

∑
m<|i|,|j|≤n

ϑiϑjEXt−iEXt−j

≤ supEX2
t

( ∑
m<|j|≤n

|ϑj |
)2
→ 0, m, n→∞.

Also konvergiert nach dem Cauchy-Kriterium ϑ(B)Xt in L2(P ), also in
Wahrscheinlichkeit. Bezeichnet ϑ(B)Xt den f.s. Limes und S den Limes
in L2(P ), so gilt mit dem Lemma von Fatou

E(S − ϑ(B)Xt)2 = E lim
n→∞

(
S −

n∑
j=−n

ϑjXt−j

)2

≤ lim inf
n→∞

E
(
S −

n∑
j=−n

ϑjXt−j

)2
= 0.
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Satz 15 Sei (Yt) schwach stationär mit Autokovarianz-Funktion γY , und
gelte

∑∞
j=−∞ |ϑj | <∞. Dann ist Xt = ϑ(B)Yt schwach stationär mit EXt =

EYt
∑∞

j=−∞ ϑj und Autokovarianz-Funktion

γX(s) =
∞∑

i,j=−∞
ϑiϑjγY (s− i+ j).

Beweis. Nach Satz 14 ist ϑ(B)Yt f.s. absolut konvergent und in L2(P )
konvergent. Also gilt

EXt = lim
n→∞

n∑
j=−n

ϑjEYt−j = EYt

∞∑
j=−∞

ϑj

und

EXt+sXt = lim
n→∞

n∑
i,j=−n

ϑiϑjEYt+s−iYt−j

=
∞∑

i,j=−∞
ϑiϑj(γY (s− i+ j) + (EYt)2).

Für γX ergibt sich

γX(s) = EXt+sXt − (EXt)2 =
∞∑

i,j=−∞
ϑiϑjγY (s− i+ j).

Für Potenzreihen im Backshift-Operator gelten die üblichen Rechen-
regeln. Ist

∑
|αj | < ∞ und

∑
|βj | < ∞ und (Xt) schwach stationär, dann

ist α(B)β(B)Xt wohldefiniert, und es gilt

α(B)β(B)Xt = β(B)α(B)Xt = ϑ(B)Xt

mit

ϑj =
∞∑

i=−∞
αiβj−i =

∞∑
i=−∞

βiαj−i.

Denn mit Zt =
∑

i αt−i und Yt =
∑

j βjXt−j gilt

Zt =
∑
i

αi
∑
j

βjXt−i−j =
∑
i

αi
∑
j

βj−iXt−j =
∑
j

(∑
i

αiβj−i

)
Xt−j .
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Satz 16 Sei (Xt) ARMA(p,q), und es gelte, daß die zugehörigen Poly-
nome % und ϕ keine gemeinsamen Nullstellen haben. Dann ist (Xt) genau
dann kausal, wenn % keine Nullstellen auf der abgeschlossenen komplexen
Einheits-Kreisscheibe hat. Die kausalen Koeffizienten ergeben sich aus ψ =
ϕ/%.

Beweis. Notwendig. Sei %(z) 6= 0 für |z| ≤ 1. Dann gilt %(z) 6= 0 für
|z| < 1 + ε; also gibt es eine Reihenentwicklung

1
%(z)

=
∞∑
j=0

ϑjz
j = ϑ(z), |z| < 1 + ε.

Insbesondere gilt ϑj(1 + ε/2)j → 0. Also existiert ein C > 0 mit |ϑj | ≤
C(1 + ε/2)−j . Insbesondere gilt

∑
|ϑj | <∞. Wegen ϑ(z)%(z) = 1 folgt mit

Satz 15:
Xt = ϑ(B)%(B)Xt = ϑ(B)ϕ(B)Zt.

Hinreichend. Sei (Xt) kausal, Xt = ψ(B)Zt. Dann gilt

ϕ(B)Zt = %(B)Xt = %(B)ψ(B)Zt,

also ϕ(z) = %(z)ψ(z) für |z| ≤ 1, also %(z) 6= 0, falls ϕ(z) 6= 0. Nach
Voraussetzung gilt also %(z) 6= 0 für alle |z| ≤ 1.

Definition. Sei (Xt) ARMA(p,q), %(B)Xt = ϕ(B)Zt. Dann heißt (Xt)
invertierbar, wenn es πj mit

∑∞
j=0 |πj | <∞ gibt, so daß Zt = π(B)Xt.

Satz 17 Sei (Xt) ARMA(p,q), und es gelte, daß % und ϕ keine gemein-
samen Nullstellen haben. Dann ist (Xt) genau dann invertierbar, wenn ϕ
keine Nullstellen auf der abgeschlossenen komplexen Einheits-Kreisscheibe
hat. Die Koeffizienten der inversen Darstellung ergeben sich aus π = %/ϕ.

Beweis. Notwendig. Sei ϕ(z) 6= 0 für |z| ≤ 1. Wie im Beweis zu Satz 16
gibt es eine Reihenentwicklung

1
ϕ(z)

=
∞∑
j=0

ϑjz
j = ϑ(z), |z| < 1 + ε,

und
∑
|ϑj | <∞. Mit Satz 15 folgt

ϑ(B)%(B)Xt = ϑ(B)ϕ(B)Zt = Zt.
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Also gilt die inverse Darstellung mit π = ϑ% = %/ϕ.
Hinreichend. Sei (Xt) invertierbar, Zt = π(B)Xt. Dann gilt

%(B)Zt = %(B)π(B)Xt = π(B)ϕ(B)Zt,

also %(z) = π(z)ϕ(z) für |z| ≤ 1, also ϕ(z) 6= 0 für |z| ≤ 1.

Satz 18 Sei (Xt) ARMA(p,q), und % habe keine Nullstellen auf dem kom-
plexen Einheitskreis. Dann gibt es eine eindeutige schwach stationäre Lö-
sung

∑∞
j=−∞ ϑjZt−j, und die Koeffizienten ergeben sich aus der Laurent-

Reihe
ϕ(z)
%(z)

=
∞∑

j=−∞
ϑjz

j = ϑ(z),
1
r
< |z| < r.

Beweis. Existenz. Nach Satz 15 ist Xt = ϑ(B)Zt schwach stationär, und
%(B)Xt = %(B)ϑ(B)Zt = ϕ(B)Zt.

Eindeutigkeit. Sei (Xt) eine schwach stationäre Lösung von %(B)Xt =
ϕ(B)Zt. Nach Voraussetzung gibt es ein r > 1, so daß

1
%(z)

=
∞∑

j=−∞
ξjz

j = ξ(z),
1
r
< |z| < r,

absolut konvergent ist. Es folgt

ξ(B)%(B)Xt = ξ(B)ϕ(B)Zt = ξ(B)%(B)ϑ(B)Zt,

also Xt = ϑ(B)Zt.

12 Hilberträume und Orthonormalsysteme

In C definiert xȳ ein inneres Produkt. Für x = a + ib gilt ‖x‖2 = xx̄ =
(a+ ib)(a− ib) = a2 +b2. Sei H ein komplexer Vektorraum. Eine Abbildung
(·, ·) : H2 → C heißt inneres Produkt, wenn für x, y, z ∈ H und α ∈ C gilt:

(x, y) = (y, x),
(x+ y, z) = (x, z) + (y, z),

(αx, y) = α(x, y),
(x, x) ≥ 0,
(x, x) = 0 genau dann, wenn x = 0.
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Die zugehörige Norm ist definiert durch ‖x‖ = (x, x)1/2. Es gilt die Cauchy-
Ungleichung |(x, y)| ≤ ‖x‖‖y‖, mit Gleichheit genau dann, wenn x = 0 oder
y = 0, oder wenn x und y proportional sind. Die Cauchy-Ungleichung
impliziert, daß das innere Produkt stetig ist. Für x, y ∈ H gilt

‖x+ y‖ ≤ ‖x‖+ ‖y‖,
‖αx‖ = |α|‖x‖,
‖x‖ ≥ 0,
‖x‖ = 0 genau dann, wenn x = 0.

Ein komplexer Vektorraum H heißt Hilbertraum, wenn H abgeschlossen ist.
Sei H ein (komplexer oder reeller) Hilbertraum. Sei M eine Teilmenge von
H. Das orthogonale Komplement M⊥ von M besteht aus allen x ∈ H mit
(x, y) = 0 für y ∈M.

Satz 19 M⊥ ist ein abgeschlossener linearer Teilraum von H.

Beweis. Offensichtlich ist M⊥ linear. Sei xn ∈ M⊥ mit ‖xn − x‖ → 0.
Dann gilt für y ∈M mit der Cauchy-Ungleichung

|(xn − x, y)| ≤ ‖xn − x‖‖y‖ → 0,

also (x, y) = 0, also x ∈M⊥.

Satz 20 Ist M ein abgeschlossener linearer Teilraum von H und x ∈ H,
dann gibt es ein eindeutiges x0 ∈M mit

‖x− x0‖ = inf
y∈M

‖x− y‖.

Das Element x0 ist charakterisiert durch x0 ∈M und x− x0 ∈M⊥.

Das Element x0 heißt die orthogonale Projektion von x auf M. Im
folgenden schreiben wir dafür Px oder PMx.

Beweis. Existenz. Setze d = infy∈M ‖x−y‖. Es gibt yn ∈Mmit ‖yn−x‖ →
d. Mit der Parallelogramm-Gleichung für ym − x und yn − x gilt

0 ≤ ‖ym − yn‖2 = −4
∥∥∥ym + yn

2
− x
∥∥∥2

+ 2(‖yn − x‖2 + ‖ym − x‖2)

≤ −4d2 + 2(‖yn − x‖2 + ‖ym − x‖2)→ 0, m, n→∞.

Nach dem Cauchy-Kriterium existiert also ein x0 mit ‖yn − x0‖ → 0.
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Eindeutigkeit. Sei x1 ebenfalls Projektion von x. Wie eben gilt

0 ≤ ‖x0 − x1‖2 = −4
∥∥∥x0 + x1

2
− x
∥∥∥2

+ 2(‖x0 − x‖2 + ‖x1 − x‖2)

≤ −4d2 + 4d2 = 0.

Charakterisierung. Sei x0 ∈M und x−x0 ∈M⊥. Dann gilt für y ∈M:

‖x− y‖2 = ‖x− x0‖2 + ‖x0 − y‖2 ≥ ‖x− x0‖2.

Gleichheit gilt nur dann, wenn y = x0. Sei umgekehrt x0 ∈M und x−x0 6∈
M⊥. Wähle y ∈M mit a = (x−x0, y) 6= 0 und ‖y‖ = 1. Definiere x1 durch
x− x1 = x− x0 − ay. (Dann ist ay die Projektion von x− x0 auf den von
y aufgespannten Raum.) Es gilt

‖x− x1‖2 = ‖x− x0‖2 + |a|2 − 2|a|2 = ‖x− x0‖2 − |a|2.

Definition. Sei {xt, t ∈ T} ⊂ H. Der (abgeschlossene) Spann sp (xt, t ∈ T )
ist die kleinste abgeschlossene Teilmenge, die {xt, t ∈ T} enthält.

Der Spann von z1, . . . , zm ist die Menge aller Linearkombinationen von
z1, . . . , zm. Für x ∈ H ist also die Projektion Px auf den Spann von der
Form α>z und charakterisiert durch (x−α>z, zj) = 0 für j = 1, . . . ,m, also
(x, z) = (z, z>)α, also α = (z, z>)−1(x, z), falls (z, z>) positiv definit ist.

Definition. Eine Menge {et, t ∈ T} ⊂ H heißt Orthonormalsystem (ONS),
wenn (es, et) = 1(s = t) für s, t ∈ T gilt.

Satz 21 Sei {e1, . . . , em} ein ONS undM sein Spann. Dann gilt für x ∈ H:

PMx =
m∑
j=1

(x, ej)ej ,

‖PMx‖2 =
m∑
j=1

|(x, ej)|2,

‖x− PMx‖ ≤
∥∥∥x− m∑

j=1

cjej

∥∥∥,
mit Gleichheit genau dann, wenn cj = (x, ej) für j = 1, . . . ,m.
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Beweis. Die erste Behauptung folgt aus obiger Bemerkung mit zj = ej , die
zweite durch Nachrechnen, und die dritte ist die definierende Eigenschaft
der Projektion. Nach Satz 20 gilt Gleichheit genau dann, wenn

m∑
j=1

cjej = PMx =
m∑
j=1

(x, ej)ej .

Bildet man die inneren Produkte mit ej , ergibt sich die Charakterisierung.

Aus Satz 21 folgt die Bessel-Ungleichung

m∑
j=1

|(x, ej)|2 ≤ ‖x‖2.

Definition. Ein ONS heißt vollständig (Orthonormalbasis, ONB), wenn sein
Spann gleich H ist.

Definition. Ein Hilbertraum H heißt separabel, wenn es eine abzählbare
ONB gibt.

Satz 22 Sei {ej , j ∈ N} eine ONB. Dann gilt:
1. Die endlichen Linearkombinationen der ONB sind dicht in H.
2. Für x ∈ H gilt x =

∑
(x, ej)ej und ‖x‖2 =

∑
|(x, ej)|2.

3. Für x, y ∈ H gilt die Parseval-Gleichung (x, y) =
∑

(x, ej)(ej , y).
4. Es gilt x = 0 genau dann, wenn (x, ej) = 0 für j ∈ N.

Beweis. 1. Die Menge der endlichen Linearkombinationen bildet einen
linearen Raum. Sein Abschluß enthält die ONB, also auch ihren Spann
H.

2. Sei ε > 0. Nach 1. existiert ein m und c1, . . . , cm mit

∥∥∥x− m∑
j=1

(x, ej)ej
∥∥∥ < ε.

Aus der Eigenschaft der Projektion folgt

∥∥∥x− n∑
j=1

(x, ej)ej
∥∥∥ < ε, n ≥ m,
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also

x =
∞∑
j=1

(x, ej)ej .

Für n ≥ m folgt aus der letzten Ungleichung

‖x‖2 ≤ ε2 +
∞∑
j=1

|(x, ej)|2.

Aus der Bessel-Ungleichung folgt

∞∑
j=1

|(x, ej)|2 ≤ ‖x‖2,

also Gleichheit.
3. Für x, y ∈ H gilt wegen der Stetigkeit des inneren Produkts

(x, y) = lim
m→∞

( m∑
j=1

(x, ej)ej ,
m∑
j=1

(y, ej)ej
)

= lim
m→∞

m∑
j=1

(x, ej)(ej , y).

4. folgt aus 2.

13 Kovarianz-Funktion und Ordnung
linearer Zeitreihen

Sei (Ω,F , P ) ein Wahrscheinlichkeitsraum. Sei Z ein Zufallsvektor und
M(Z) die Menge aller Zufallsvariablen der Form f(Z) ∈ L2(P ) für Borel-
meßbares f . Dann istM(Z) ein abgeschlossener und linearer Teilraum von
L2(P ). Sei X ∈ L2(P ). Dann ist der bedingte Erwartungswert E(X|Z) die
Projektion von X aufM(Z). Denn E(X|Z) ist in L2(P ) und F(Z)-meßbar,
also in M(Z), und nach Definition des bedingten Erwartungswerts gilt

E(X − E(X|Z))1A = 0, A ∈ F(Z),

also
E(X − E(X|Z))f(Z) = 0, f(Z) ∈M(Z).

Wir schreiben E(X|Z) = E(X|M(Z)).

Definition. SeiM ein abgeschlossener linearer Teilraum von L2(P ), der die
Konstanten enthält. Wir definieren den bedingten Erwartungswert E(X|M)
als Projektion von X auf M.
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Definition. Ein Prozeß (Xt) heißt MA(∞), wenn er die Darstellung Xt =
ψ(B)Zt mit

∑∞
j=0 |ψj | <∞ und weißem Rauschen (Zt) hat.

Ein MA(q)-Prozeß Xt = ϕ(B)Zt ist MA(∞) mit ψ0 = 1, ψ1 = ϕ1, . . . ,
ψq = ϕq und ψj = 0 sonst. Unter den Voraussetzungen von Satz 16 (aber
i.a. nicht unter denen von Satz 17) ist ein ARMA(p,q)-Prozeß auch MA(∞).

Satz 23 Sei (Xt) schwach stationär und zentriert mit γ(s) = 0 für |s| > q.
Dann ist (Xt) MA(q).

Beweis. Sei Mt = sp(Xt, Xt−1, . . . ) und Mk
t = sp(Xt, Xt−1, . . . , Xt−k+1).

Setze
Zt = Xt − PMt−1Xt.

Dann ist Zt ∈ Mt ∩M⊥t−1. Für s < t gilt Zs ∈ Ms, also EZsZt = 0. Nach
Satz 21,1 und 22,1 gilt

‖PMk
t−1
Xt − PMt−1Xt‖2 → 0, k →∞.

Also gilt wegen der schwachen Stationarität von (Xt):

‖Zt+1‖2 = ‖Xt+1 − PMtXt+1‖2 = lim
k→∞

‖Xt+1 − PMk
t
Xt+1‖2

= lim
k→∞

‖Xt − PMk
t−1
Xt‖2 = ‖Xt − PMt−1Xt‖2 = ‖Zt‖2.

Also ist (Zt) ein weißes Rauschen mit σ2 = ‖Zt‖22. Es gilt

Mt−1 = sp (Zt−1, Xt−2, . . . ) = sp (Zt−1, . . . Zt−q, Xt−q−1, . . . ),

also ist Mt−1 die orthogonale Summe von Mt−q−1 und sp (Zt−1, . . . Zt−q).
Wegen γ(s) = 0 für |s| > q gilt Xt ⊥Mt−q−1, also

PMt−1Xt = Psp (Zt−1,...Zt−q)Xt = σ−2
q∑
j=1

E(XtZt−j)Zt−j .

Die Koeffizienten ϕj = σ−2E(XtZt−j) hängen nicht von t ab. Es ergibt sich

Xt = Zt + PMt−1Xt = ϕ(B)Zt

mit ϕ(z) = 1 + ϕ1z + · · ·+ ϕqz
q.
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14 Spektralverteilung stationärer Prozesse

In diesem Kapitel sei (Xt) ein komplex -wertiger Prozeß auf (Ω,F , P ) mit
E|Xt|2 < ∞, und er sei schwach stationär, das heißt jetzt, daß EXt und
EXt+sX̄t nicht von t abhängen. Die Autokovarianz-Funktion ist definiert
durch

γ(s) = EXt+sX̄t − EXt+sEX̄t.

Es gilt γ(0) ≥ 0, |γ(s)| ≤ γ(0) und γ(s) = γ̄(−s), d.h., γ ist hermitesch.
Wie Satz 13 beweist man: Eine Funktion γ : Z → C ist Autokovarianz-
Funktion einer schwach stationären (komplexen) Zeitreihe genau dann, wenn
sie hermitesch und positiv semidefinit ist, also

m∑
j,k=1

ajγ(tj − tk)āk ≥ 0

für aj ∈ C, tj ∈ Z, m ∈ N.
Wir beginnen mit drei Beispielen für Spektraldarstellungen.
1. Sei A eine komplexe Zufallsvariable mit EA = 0 und EAĀ = σ2. Sei

λ ∈ (−π, π] und Xt = Aeitλ. Dann gilt EXt = 0 und EXt+sX̄t = σ2eisλ.
Also ist (Xt) schwach stationär mit Autokovarianz-Funktion

γ(s) =
∫
eisudF (u),

wobei F die Verteilungsfunktion des Einpunktmaßes σ2δλ ist.
2. Seien A, B unkorrelierte komplexe Zufallsvariable mit A = B̄, EA =

EB = 0 und EAĀ = σ2. Sei λ ∈ (−π, π] und

Xt = Aeitλ +Be−itλ.

Dann gilt

Xt = A cos tλ+ iA sin tλ+B cos(−tλ) + iB sin(−tλ)
= (A+B) cos tλ+ i(A−B) sin tλ.

Wegen A = B̄ ist A+B reell und A−B imaginär, also Xt reell. Es gilt

EXt+sXt = σ2(eisλ + e−isλ) = 2σ2 cos sλ.

Also ist (Xt) schwach stationär mit Autokovarianz-Funktion

γ(s) =
∫
eisudF (u),
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wobei F die Verteilungsfunktion von σ2(δλ + δ−λ) ist.
3. Für −π < λ1 < · · · < λm = π und unkorrelierte komplexe Zufallsvari-

able A(λ1), . . . , A(λm) mit EA(λj) = 0 und EA(λj)Ā(λj) = σ2 sei

Xt =
m∑
j=1

A(λj)eitλj .

(Dieser Prozeß ist reell, wenn A(λm) reell ist und λj = −λm−j und A(λj) =
Ā(λm−j) für j = 1, . . . ,m gilt.) Es gilt EXt = 0 und

EXt+sX̄t = σ2
m∑
j=1

eisλj .

Also ist (Xt) schwach stationär. Seine Autokovarianz-Funktion läßt sich
schreiben als γ(s) =

∫
eisudF (u) mit Verteilungsfunktion

F (u) =
∑
λj≤u

‖A(λj)‖22 = σ2#{j : λj ≤ u}.

Satz 24 (Herglotz) Eine Funktion γ : Z → C ist positiv semidefinit genau
dann, wenn

γ(s) =
∫

(−π,π]
eisudF (u), s ∈ Z,

mit F rechtsstetig, nichtfallend, beschränkt, F (−π) = 0.

Die Funktion F heißt Spektralverteilungsfunktion von γ; falls eine Dichte
existiert, heißt sie Spektraldichte.

Beweis. Notwendig. Hat γ die obige Darstellung, so gilt

m∑
j,k=1

ajγ(tj − tk)āk =
∫ m∑

j,k=1

aj āke
iu(tj−tk)dF (u)

=
∫ ∣∣∣ m∑

j=1

aje
iutj
∣∣∣2dF (u) ≥ 0.

Also ist γ positiv semidefinit.
Hinreichend. Sei γ positiv semidefinit. Für m ∈ N und u ∈ (−π, π] setze

fm(u) =
1

2πm

m∑
j,k=1

e−ijuγ(j − k)eiku =
1

2πm

∑
|j|<m

(m− |j|)e−ijuγ(j).
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Da γ positiv semidefinit ist, ist fm nichtnegativ. Sei Fm die zugehörige
Verteilungsfunktion. Es gilt für |s| < m:∫

eisudFm(u) =
1

2π

∑
|j|<m

(1− |j|/m)γ(j)
∫ π

−π
ei(s−j)udu = (1− |s|/m)γ(s).

Insbesondere gilt Fm(π) = γ(0). Nach dem Satz von Helly gilt Fm ⇒ F für
eine Teilfolge, also

∫
eisudF (u) = γ(s).

Eine Funktion γ mit der Darstellung aus Satz 24 ist offensichtlich her-
mitesch. Also ist γ Autokovarianz-Funktion eines schwach stationären Pro-
zesses genau dann, wenn sie diese Darstellung hat. Man kann zeigen, daß F
durch γ eindeutig bestimmt ist.

Satz 25 Sei γ : Z→ C mit
∑
|γ(s)| <∞. Dann gilt

γ(s) =
∫
eisuf(u) du

mit

f(u) =
1

2π

∞∑
s=−∞

e−isuγ(s).

Beweis. Mit Fubini gilt∫
eisuf(u) du =

1
2π

∞∑
t=−∞

γ(t)
∫ π

−π
ei(s−t)udu = γ(s).

Satz 26 Sei γ : Z → C mit
∑
|γ(s)| < ∞. Dann ist γ Autokovarianz-

Funktion eines schwach stationären Prozesses genau dann, wenn

f(u) =
1

2π

∞∑
s=−∞

e−isuγ(s) ≥ 0, −π ≤ u ≤ π,

und f ist dann die Spektraldichte.

Beweis. Hinreichend. Sei γ Autokovarianz-Funktion. Dann ist γ positiv
semidefinit. Es gilt

0 ≤ fm(u) =
1

2πm

m∑
j,k=1

e−ijuγ(j − k)eiku

=
1

2πm

∑
|j|<m

(m− |j|)e−ijuγ(j)→ f(u), m→∞.
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Aus Satz 25 folgt, daß f Spektraldichte von γ ist.
Notwendig. Sei f ≥ 0. Nach Satz 25 gilt

γ(s) =
∫
eisuf(u) du =

∫
(−π,π]

eisudF (u),

wenn F die Verteilungsfunktion von f bezeichnet. Nach obiger Bemerkung
ist also γ eine Autokovarianz-Funktion.

Satz 27 Sei (Yt) schwach stationär und zentriert mit Spektralverteilungs-
funktion FY , und sei

∑
|ϑj | <∞. Dann ist Xt = ϑ(B)Yt schwach stationär

und zentriert mit Spektralverteilungsfunktion

FX(u) =
∫

(−π,u]

∣∣∣ ∞∑
j=−∞

ϑje
−ijv

∣∣∣2dFY (v). − π ≤ u ≤ π,

Beweis. Wie in Satz 15 zeigt man, daß (Xt) schwach stationär und zentriert
ist mit Autokovarianz-Funktion

γX(s) =
∞∑

j,k=−∞
ϑjϑ̄kγY (s− j + k).

Mit der Spektraldarstellung für γY ergibt sich

γX(s) =
∞∑

j,k=−∞
ϑjϑ̄k

∫
(−π,π]

ei(s−j+k)udFY (u)

=
∫

(−π,π]

∞∑
j=−∞

ϑje
−iju

∞∑
k=−∞

ϑ̄ke
ikueisudFY (u)

=
∫

(−π,π]
eisu

∣∣∣ ∞∑
j=−∞

ϑje
−iju

∣∣∣2dFY (u).

Also ist FX die Spektralverteilungsfunktion von γX .

Satz 28 (Spektraldichte einer ARMA(p,q)-Zeitreihe) Sei (Zt) ein weißes
Rauschen mit Varianz σ2. Sei (Xt) ARMA(p,q), %(B)Xt = ϕ(B)Zt. Es
gelte, daß die Polynome % und ϕ keine Nullstellen auf dem komplexen Ein-
heitskreis haben. Dann hat (Xt) die Spektraldichte

fX(u) =
σ2

2π
|ϕ(exp(−iu))|2

|%(exp(−iu))|2
.
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Beweis. Nach Satz 18 gibt es genau eine schwach stationäre Lösung Xt =
ϑ(B)Zt mit ϑ = ϕ/%, und

∑
|ϑj | < ∞. Nach Satz 27 hat (Xt) eine Spek-

traldichte. Satz 27 für Vt = %(B)Xt = ϕ(B)Zt liefert

fV (u) = |%(exp(−iu))|2fX(u) = |ϕ(exp(−iu))|2fZ(u).

Mit %(exp(−iu)) 6= 0 folgt die Behauptung.

15 Spektraldarstellung stationärer Prozesse

Sei (Ω,F , P ) ein Wahrscheinlichkeitsraum und L2(P ) der Raum der kom-
plexen Zufallsvariablen darauf. Bezeichne (X,Y )2 = EXȲ das innere Pro-
dukt und ‖X‖2 = (E|X|2)1/2 die zugehörige Norm.

Definition. Ein komplexer Prozeß Z(u), −π ≤ u ≤ π, heißt Prozeß mit
orthogonalen Inkrementen (OIP), wenn Z(u) ∈ L2,0(P ) für −π ≤ u ≤ π
und

(Z(v)− Z(u), Z(x)− Z(w))2 = 0, −π ≤ u < v ≤ w < x ≤ π,
‖Z(u+ t)− Z(u)‖2 → 0, t ↓ 0, −π ≤ u < π.

Satz 29 Für einen OIP Z definiert

F (v)− F (u) = ‖Z(v)− Z(u)‖22, u ≤ v,

eine Verteilungsfunktion; sie ist durch F (−π) = 0 eindeutig festgelegt.

Beweis. Insbesondere gilt F (u) = ‖Z(u)− Z(−π)‖22. Für v > u gilt wegen
der Orthogonalität der Inkremente

F (v) = ‖Z(v)− Z(u) + Z(u)− Z(−π)‖22 ≥ F (u).

Die Rechtsstetigkeit von F folgt aus der von Z.

Sei Z ein OIP und F die zugehörige Verteilungsfunktion. Bezeichne
F0 ⊂ L2(F ) die Treppenfunktionen der Form

f =
m∑
j=0

fj1(uj ,uj+1], −π = u0 < · · · < um+1 = π.

Setze ∫
f dZ =

m∑
j=0

fj(Z(uj+1)− Z(uj)).
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Wie üblich zeigt man, daß der Operator f 7→
∫
f dZ von F0 nach L2(P )

wohldefiniert und linear ist. Wir zeigen, daß er das innere Produkt erhält.
Seien

f =
m∑
j=0

fj1(uj ,uj+1], g =
m∑
j=0

gj1(uj ,uj+1],

mit einer gemeinsamen Partition dargestellt. Dann gilt(∫
f dZ,

∫
g dZ

)
2

=
∑

fj ḡj‖Z(uj+1)− Z(uj)‖22

=
∑

fj ḡj(F (uj+1)− F (uj)) =
∫
fḡ dF = (f, g)L2(F ).

F0 ist dicht in den stetigen Funktionen. Die stetigen Funktionen sind dicht
in L2(F ). Wie üblich läßt sich also das Integral stetig auf L2(F ) fortsetzen.
Die Fortsetzung ist linear und erhält das innere Produkt. Aus EZ(u) = 0
folgt E

∫
f dZ = 0. Wir haben insbesondere gezeigt: Ist Z ein OIP und F

die zugehörige Verteilungsfunktion, so ist der Prozeß

Xt =
∫
eitudZ(u), t ∈ Z,

schwach stationär und zentriert mit Autokovarianz-Funktion

γ(s) = EXt+sX̄t =
∫
eisudF (u).

Wir zeigen nun umgekehrt, daß jeder zentrierte schwach stationäre Pro-
zeß eine solche Spektraldarstellung hat. Sei (Xt) ein schwach stationärer
zentrierter Prozeß mit Spektralverteilungsfunktion F . Bezeichne H0 die
Linearkombinationen der Xt, t ∈ Z, und K0 die Linearkombinationen der
eit·, t ∈ Z. Das sind lineare Teilräume von L2(P ) und L2(F ). Setze

T
( m∑
j=1

ajXtj

)
=

m∑
j=1

aje
itj ·.

Der Operator T von H0 nach K0 ist wohldefiniert: Gelte

∥∥∥ m∑
j=1

ajXsj −
n∑
k=1

bkXtk

∥∥∥
2

= 0.
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Dann gilt mit Satz 24

∥∥∥T( m∑
j=1

ajXsj

)
− T

( n∑
k=1

bkXtk

)∥∥∥2

L2(F )

=
∫

(−π,π]

∣∣∣ m∑
j=1

aje
isju −

n∑
k=1

bke
itku
∣∣∣2 dF (u)

= E
∣∣∣ m∑
j=1

ajXsj −
n∑
k=1

bkXtk

∣∣∣2 = 0.

Insbesondere ist T linear. Außerdem erhält T das innere Produkt:(
T
( m∑
j=1

ajXsj

)
, T
( n∑
k=1

bkXtk

))
L2(F )

=
m∑
j=1

n∑
k=1

aj b̄k
(
eisj ·, eitk·

)
L2(F )

=
m∑
j=1

n∑
k=1

aj b̄k

∫
(−π,π]

ei(sj−tk)udF (u)

=
m∑
j=1

n∑
k=1

aj b̄k(Xsj , Xtk)2 =
( m∑
j=1

ajXsj ,
n∑
k=1

bkXtk

)
2
.

Also ist T ein Isomorphismus von H0 auf K0.
K0 ist dicht bezüglich der sup-Norm in den stetigen Funktionen f :

[π, π] → R mit f(−π) = f(π), also dicht in L2(F ). Bezeichne H den Ab-
schluß von H0 in L2(P ). Der Operator T läßt sich wie folgt stetig zu einem
Isomorphismus von H auf L2(F ) fortsetzen. Sei Y ∈ H und Yn ∈ H0 mit
‖Yn − Y ‖2 → 0. Dann ist Yn Cauchy. Weil T ein Isomorphismus ist, ist
TYn Cauchy in L2(F ). Definiere TY als Limes von TYn. Die Fortsetzung
ist wohldefiniert, linear und erhält das innere Produkt. Wir haben also
folgendes Resultat.

Satz 30 Sei (Xt) ein schwach stationärer und zentrierter Prozeß mit Spek-
tralverteilungsfunktion F . Dann existiert genau ein Isomorphismus T von
sp (Xt, t ∈ Z) auf L2(F ) mit

TXt = eit·, t ∈ Z.
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Satz 31 Sei (Xt) ein schwach stationärer und zentrierter Prozeß mit Spek-
tralverteilungsfunktion F . Der Prozeß

Z(u) = T−11(−π,u], −π ≤ u ≤ π,

ist ein OIP; die zugehörige Verteilungsfunktion ist F .

Beweis. Es gilt Z(u) ∈ sp (Xt, t ∈ Z) ⊂ L2,0(P ). Für −π ≤ u < v ≤ w <
x ≤ π gilt mit Satz 30:

(Z(v)− Z(u), Z(x)− Z(w))2 = (1(u,v],1(w,x])L2(F )

=
∫

(−π,π]
1(u,v]1(w,x] dF = 0.

Für −π ≤ u ≤ v ≤ π gilt mit Satz 30:

‖Z(v)− Z(u)‖22 = ‖1(u,v]‖2L2(F ) = F (v)− F (u).

Also hat Z Verteilungsfunktion F und ist insbesondere rechtsstetig.

Satz 32 Sei (Xt) ein schwach stationärer und zentrierter Prozeß mit Spek-
tralverteilungsfunktion F . Dann existiert ein OIP Z mit

‖Z(u)− Z(−π)‖22 = F (u), −π ≤ u ≤ π,

Xt =
∫

(−π,π]
eitudZ(u), t ∈ Z.

Beweis. Sei Z der Prozeß aus Satz 31. Für f ∈ F0 gilt∫
f dZ =

∑
fj(Z(uj+1)− Z(uj))

=
∑

fj
(
T−11(−π,uj+1] − T−11(−π,uj ]

)
= T−1f.

Das gilt auch für f ∈ L2(F ), da F0 dicht in L2(F ) ist. Mit Satz 30 folgt

Xt = T−1eit· =
∫

(−π,π]
eit·dZ.
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16 Vorhersage stationärer Prozesse

Sei (Xt) reellwertig, schwach stationär und zentriert mit Autokovarianz-
Funktion γ. Wir beobachten X1, . . . , Xn und wollen Xn+1 vorhersagen.
Setze

Mn = sp (Xn, . . . , X1).

Der Prädiktor von Xn+1 ist die Projektion in L2(P ) von Xn+1 aufMn, also

PMnXn+1 = E(Xn+1|Xn, . . . , X1).

Mit Xn = (Xn, . . . , X1) und untenstehendem Lemma 10 ergibt sich nach
Kapitel 12:

PMnXn+1 = α>nXn

mit
αn = (Xn,X>n )−1

2 (Xn+1,Xn)2 = Γ−1
n γn,

wobei Γnij = γ(i − j) und γnj = γ(j) für i, j = 1, . . . , n sei. Der mittlere
quadratische Fehler ist

E(Xn+1 − PMnXn+1)2 = E(Xn+1 − γ>n Γ−1
n Xn)2 = γ(0)− γ>n Γ−1

n γn.

Lemma 10 Gilt γ(0) > 0 und γ(s)→ 0 für s→∞, so ist Γn positiv definit
für n ∈ N.

Beweis. Indirekt. Sei Γn singulär. Dann existiert ein r, so daß Γr nicht
singulär ist und Xr+1 =

∑r
j=1 ajXj , wegen der Stationarität also Xr+s =∑r

j=1 ajXj+s−1. Für n ≥ r gilt also Xn = a>nXr mit an = (an1, . . . , anr)>

und Xr = (X1, . . . , Xr)>, also γ(0) = a>nΓran. Schreibe Γr = PΛP> mit
PP> = Ir und Λ = diag (λ1, . . . , λr) mit 0 < λ1 ≤ · · · ≤ λr. Es folgt

γ(0) ≥ λ1a
>
nPP

>an = λ1

r∑
j=1

a2
nj .

Andererseits gilt

γ(0) = Cov (Xn, a
>
nXr) ≤

r∑
j=1

anjγ(n− j).

Da die anj beschränkt sind und γ(s)→ 0 für s→∞, ergibt sich ein Wider-
spruch gegen γ(0) > 0.
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Der (m-Schritt-)Prädiktor von Xn+m ist analog

PMnXn+m = E(Xn+m|Xn, . . . , X1) = α>nXn

mit
αn = (Xn,X>n )−1

2 (Xn+m,Xn)2 = Γ−1
n γ(m)

n ,

jetzt mit γ(m)
nj = γ(j +m− 1).

17 Schätzen des Mittelwerts
und der Autokovarianz-Funktion

Sei (Xt) reellwertig und schwach stationär mit Mittelwert µ und Autokova-
rianz-Funktion γ. Ein erwartungstreuer Schätzer für µ ist das Stichproben-
mittel

µ̂ =
1
n

n∑
i=1

Xi.

Satz 33 Es gilt

Var µ̂→ 0, wenn γ(s)→ 0,

nVar µ̂→
∑
s∈Z

γ(s), wenn
∑
s∈Z
|γ(s)| <∞.

Beweis. Es gilt

Var µ̂ =
1
n

n∑
i,j=1

Cov (Xi, Xj) =
∑
|s|<n

(1− |s|/n)γ(s) ≤
∑
|s|<n

|γ(s)|.

Daraus folgt die erste Behauptung. Gilt
∑

s∈Z |γ(s)| <∞, so liefert der Satz
über die dominierte Konvergenz die zweite Behauptung.

Satz 34 Sei Xt = µ+ ϑ(B)εt, und seien εt i.i.d. und zentriert mit Varianz
σ2. Es gelte

∑
j∈Z |ϑj | <∞ und

∑
j∈Z ϑj 6= 0. Dann gilt

n1/2(µ̂− µ)⇒ N0,τ2

mit
τ2 =

∑
s∈Z

γ(s) = σ2
(∑
s∈Z

ϑs

)2
.
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Die Form der Varianz ergibt sich aus Satz 15. Ein Schätzer für γ(s) für
0 ≤ s < n ist

γ̂(s) =
1
n

n−s∑
i=1

(Xi+s − µ̂)(Xi − µ̂).

Setze γ̂(−s) = γ̂(s) und Γ̂nij = γ̂(i − j) für i, j = 1, . . . , n. Es gilt Γ̂n =
TT>/n mit n× 2n Matrix

T =

 0 · · · X1 − µ̂ · · · Xn − µ̂
...

...
0 X1 − µ̂ · · · Xn − µ̂ 0

 .

Also ist Γ̂n positiv semidefinit. Das ist der Grund, warum mit γ̂(s) mit 1/n
statt 1/(n− s) normiert wird.

Ein Schätzer für die Autokorrelation %(s) = γ(s)/γ(0) ist

%̂(s) = γ̂(s)/γ̂(0).

Satz 35 Sei Xt = µ+ ϑ(B)εt, und seien εt i.i.d. und zentriert mit Varianz
σ2 und endlichem vierten Moment. Es gelte

∑
j∈Z |ϑj | < ∞. Setze %s =

%(1), . . . , %(s))> und %̂s = (%̂(1), . . . , %̂(s))>. Dann gilt

n1/2(%̂s − %s)⇒ N0,W

mit

Wij =
∑
s∈Z

(
%(s+ i)%(s+ j) + %(s− i)%(s+ j)

+ 2%(i)%(j)%2(s)− 2%(i)%(s)%(s+ j)− 2%(j)%(s)%(s+ i)
)
.

Beweis. Brockwell und Davis (1991), Section 7.3.

18 Schätzer für die Parameter
von AR(p)-Prozessen

Sei %(z) = 1 − %1z − · · · − %pzp und (Xt) der AR(p)-Prozeß %(B)Xt = Zt
mit weißem Rauschen (Zt) mit Varianz σ2. Bezeichne γ die Autokovarianz-
Funktion von (Xt). Es gelte %(z) 6= 0 für |z| ≤ 1. Nach Satz 16 ist (Xt)
kausal und hat die MA(∞)-Darstellung Xt = ψ(B)Zt mit ψ = 1/%. Ins-
besondere gilt EXt−jZt = 0 für j ≥ 1, also die Yule–Walker-Gleichungen

Γp% = γp, σ2 = γ(0)− %>γp.
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mit % = (%1, . . . , %p)> und γp = (γ(1), . . . , γ(p))>. Daraus ergeben sich die
Yule–Walker-Schätzgleichungen für % und σ2,

Γ̂p%̂ = γ̂p, σ̂2 = γ̂(0)− %̂>γ̂p,

also mit Lemma 10 die Yule–Walker-Schätzer

%̂ = Γ̂−1
p γ̂p, σ̂2 = γ̂(0)− γ̂>p Γ̂−1

p γ̂p.

Satz 36 Sei (Xt) der AR(p)-Prozeß %(B)Xt = εt, und seien εt i.i.d. und
zentriert mit Varianz σ2. Gelte %(z) 6= 0 für |z| ≤ 1. Dann gilt

n1/2(%̂− %)⇒ N0,σ2Γ−1
p

und σ̂2 → σ2 in Wahrscheinlichkeit.

Beweis. Brockwell und Davis (1991), Section 8.10.

19 Schätzen der Spektraldichte
stationärer Prozesse

Sei (Xt) ein komplexer schwach stationärer Prozeß mit Mittelwert µ und ab-
solut summierbarer Autokovarianz-Funktion γ. Nach Satz 26 ist die Spek-
traldichte

f(u) =
1

2π

∑
s∈Z

e−isuγ(s).

Ein naheliegender Schätzer ergibt sich, wenn γ durch die empirische Auto-
kovarianz-Funktion γ̂ aus Kapitel 17 ersetzt wird (für |s| < n, und für eine
endliche Anzahl von Frequenzen u). Das resultierende sogenannte Peri-
odogramm ist jedoch nicht konsistent; erst eine geeignete Glättung führt zu
einem konsistenten Schätzer. Die Beweise der folgenden Sätze finden sich in
Brockwell und Davis (1991), Chapter 10.

Die Fourier-Frequenzen sind ωr = 2πr/n für r in

Fn = {r ∈ Z : ωr ∈ (−π, π]} = {−[(n− 1)/2], . . . , [n/2]}.

Setze
er = n−1/2

(
eiωr , . . . , einωr

)>
, r ∈ Fn.

Für u, v ∈ Cn setze

(u, v) =
n∑
j=1

uj v̄j , ‖u‖ = (u, u)1/2.
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Es gilt

(er, er) =
1
n

n∑
j=1

eij(ωr−ωr) = 1

und, für r 6= s,

(er, es) =
1
n
ei(ωr−ωs) 1− ein(ωr−ωs)

1− ei(ωr−ωs)
= 0.

Also ist {er, r ∈ Fn} eine ONB für Cn. Jedes x ∈ Cn hat die Darstellung

x =
n∑
r=1

arer

mit

ar = (x, er) = n−1/2
n∑
j=1

xje
−ijωr .

Die Folge ar, r ∈ Fn, heißt diskrete Fouriertransformation von x. Das
Periodogramm von x ist definiert durch

I(ωr) = |ar|2 = |(x, er)|2 =
∣∣∣n−1/2

n∑
j=1

xje
−ijωr

∣∣∣2.
Es gilt

‖x‖2 =
n∑
r=1

|(x, er)|2 =
n∑
r=1

I(ωr).

Setze

µ̂ =
1
n

n∑
j=1

Xj , γ̂(s) =
1
n

n−s∑
j=1

(Xj+s − µ̂)(X̄j − ¯̂µ), s ≥ 0.

Weil γ hermitesch ist, setzen wir γ̂(−s) = γ̂(s). Es gilt I(0) = n|µ̂|2.

Lemma 11 Für ωr 6= 0 gilt

I(ωr) =
∑
|s|<n

e−isωr γ̂(s).
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Beweis. Nach Definition gilt

I(ωr) =
1
n

n∑
j,k=1

Xje
−ijωrX̄ke

ikωr .

Für ωr 6= 0 gilt
∑n

j=1 e
−ijωr =

∑n
k=1 e

ikωr = 0, also

I(ωr) =
1
n

n∑
j,k=1

(Xj − µ̂)(X̄k − ¯̂µ)e−i(j−k)ωr =
∑
|s|<n

e−isωr γ̂(s).

Im folgenden sei (Xt) reellwertig. Der Beweis von Lemma 11 zeigt, daß
wir die Zentrierung mit µ̂ auch durch die mit µ ersetzen dürfen. Es ergibt
sich die Darstellung

I(ωr) =
∑
|s|<n

e−isωr
1
n

n−|s|∑
j=1

(Xj+s − µ)(Xj − µ).

Wir setzen das Periodogramm wie folgt auf [−π, π] fort. Für u ≥ 0 sei u∗

der Fourier-Koeffizient ωr mit ωr−π/n < u ≤ ωr +π/n. Setze I(u) = I(u∗)
und I(−u) = I(u). Das Periodogramm ist asymptotisch erwartungstreu.

Lemma 12 Sei (Xt) schwach stationär mit Mittelwert µ und absolut sum-
mierbarer Autokovarianz-Funktion γ. Dann gilt

EI(0)− nµ2 → 2πf(0),
EI(u)→ 2πf(u), u 6= 0.

Beweis. Nach Satz 33 und 26 gilt

EI(0)− nµ2 = nVar µ̂→
∑
s∈Z

γ(s) = 2πf(0).

Für u > 0 und n hinreichend groß gilt u∗ > 0. Also gilt mit Satz 25:

EI(u) = EI(u∗) =
∑
|s|<n

e−isu
∗ 1
n

n−|s|∑
j=1

E(Xj+s − µ)(Xj − µ)

=
∑
|s|<n

e−isu
∗
(1− |s|/n)γ(s)→

∑
s∈Z

e−isuγ(s) = 2πf(u).

Nach Satz 27 hat ein linearer Prozeß Xt = ϑ(B)Zt mit absolut sum-
mierbaren Koeffizienten die Spektraldichte fX(u) = |ϑ(e−iu)|2fZ(u). Ein
ähnlicher Zusammenhang gilt näherungsweise für Periodogramme.
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Satz 37 Sei Xt = ϑ(B)εt, und seien εt i.i.d. und zentriert mit endlicher
Varianz. Es gelte

∑
j∈Z |ϑj | <∞. Für die Periodogramme IX und Iε setze

Tr = IX(ωr)− |ϑ(e−iωr)|2Iε(ωr).
Dann gilt maxr∈Fn E|Tr| → 0. Gilt zusätzlich

∑
j∈Z |j|1/2|ϑj | < ∞, so gilt

maxr∈Fn E|Tr|2 = O(n−1).

Das Periodogramm ist asymptotisch erwartungstreu, aber die Streuung
geht asymptotisch nicht gegen 0.

Satz 38 Unter den Voraussetzungen von Satz 37 gilt: Ist die Spektraldichte
positiv und 0 < u1 < · · · < um < π, dann konvergiert (I(u1), . . . , I(um))>

in Verteilung gegen einen Vektor unabhängiger exponentialverteilter Zufalls-
variablen mit Mittelwertvektor 2π(f(u1), . . . , f(um))>.

Unter der Zusatzvoraussetzung von Satz 37 gilt

Var I(u) = 2(2π)2f2(u) +O(n−1/2), u = 0, π,

Var I(u) = (2π)2f2(u) +O(n−1/2), u ∈ (0, π),

Cov (I(u), I(v)) = O(n−1), |ωr| 6= |ωs|,
gleichmäßig in r, s.

Nach Satz 38 sind I(ωr), r = 1, . . . , [(n−1)/2], asymptotisch unabhängig
mit Mittelwerten 2πf(ωr). Aus der Darstellung der Spektraldichte f in Satz
25 für schwach stationäre Prozesse mit absolut summierbarer Autokovari-
anz-Funktion folgt, daß f stetig ist. Wir erwarten also, daß ein “Kern-
schätzer” aus den “Beobachtungen” I(ωr) konsistent ist. Setze

f̂(ωr) =
1

2π

∑
|s|≤S

w(s)I(ωr+s)

mit S →∞, S/n→ 0 und

w(s) = w(−s), w(s) ≥ 0,
∑
|s|≤S

w(s) = 1,
∑
|s|≤S

w2(s)→ 0.

Der diskrete Spektraldichteschätzer ist f̂(u) = f̂(u∗).

Satz 39 Unter den Voraussetzungen und der Zusatzvoraussetzung von Satz
37 gilt:

Ef̂(u)→ f(u), u ∈ [0, π],

1∑
|s|≤S w

2(s)
Cov (f̂(u), f̂(v))→


2f2(u), u = v ∈ {0, π},
f2(u), u = v ∈ (0, π),
0, u 6= v.
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20 Effiziente Schätzer im AR(1)-Modell

Sei Xt = ϑXt−1 + εt ein AR(1)-Prozeß, und seien εt i.i.d. und zentriert
mit endlicher Varianz σ2 und positiver Dichte f . Diese Zeitreihe ist eine
Markov-Kette (der Ordnung 1) mit Übergangsverteilung

Q(x, dy) = f(y − ϑx) dy.

Die Kette ist irreduzibel und aperiodisch.
Im folgenden gelte |ϑ| < 1. Dann ist die Kette positiv Harris-rekurrent.

Es gilt 1 − ϑz 6= 0 für |z| ≤ 1. Nach Satz 16 hat (Xt) die kausale MA(∞)-
Darstellung

Xt =
∞∑
j=0

ϑjεt−j .

Das liefert eine Darstellung für die stationäre Verteilung π von Xt. Außer-
dem ergibt sich EXt = 0 und die Autokovarianz-Funktion von (Xt) für s ≥ 0
als

γ(s) = Cov (Xt+s, Xt) =
∞∑

j,k=0

ϑjϑkEεt+s−jεt−k = σ2
∞∑
j=0

ϑ2j+s = ϑsγ(0).

Das folgt natürlich auch aus dem allgemeinen Satz 15 oder durch Einsetzen
der AR(1)-Darstellung. Die Autokovarianz-Funktion ist absolut summier-
bar.

Seien X0, . . . , Xn Beobachtungen des AR(1)-Prozesses. Im folgenden
sehen wir uns die Schätzer aus den Kapiteln 16–18 für diesen Spezialfall an.

Vorhersage. Sei Mn = sp (Xn, . . . , X1). Der Prädiktor von Xn+1 ist die
Projektion

PMnXn+1 = E(Xn+1|Xn) = E(ϑXn + εn+1|Xn) = ϑXn.

Für die Ordnung 2 ergibt sich

PMnXn+2 = PMnPMn+1Xn+2 = ϑPMnXn+1 = ϑ2Xn,

und für die Ordnung m ergibt sich PMnXn+m = ϑmXn. Das muß mit
Kapitel 16 übereinstimmen. Dort erhalten wir

Γn = γ(0)

 1 ϑ · · · ϑn−1

...
...

...
ϑn−1 ϑn−2 · · · 1

 , γ(m)
n =

 ϑm

...
ϑm+n−1

 .
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Für αn = (ϑm, 0, . . . , 0)> ergibt sich Γnαn = γ
(m)
n , also tatsächlich

PMnXn+m = α>nXn = ϑmXn.

Schätzen der Autokovarianz-Funktion. Wegen EXt = 0 ist ein Schät-
zer für γ(s) für 0 ≤ s < n gegeben durch

γ̂(s) =
1
n

n−s∑
i=0

Xi+sXi.

Es gilt

1
n

n−s∑
i=0

(Xi+s − µ̂)(Xi − µ̂) = γ̂(s)− µ̂ 1
n

∑
i=0

(Xi+s +Xi) +
n− s+ 1

n
µ̂2

= γ̂(s) +Op(n−1).

Der Schätzer ist also äquivalent zu dem aus Kapitel 16.

Schätzer für ϑ. Ein Schätzer für ϑ ist der Kleinste-Quadrate-Schätzer
(LSE), das Minimum von

∑n
i=1(Xi−ϑXi−1)2, also die Lösung der Martingal-

Schätzgleichung
∑n

i=1Xi−1(Xi − ϑXi−1) = 0, nämlich

ϑ̂LS =
∑n

i=1Xi−1Xi∑n
i=1X

2
i−1

.

Das ist der Yule–Walker-Schätzer γ̂(1)/γ̂(0) aus Kapitel 18. Es gilt die
Martingal-Approximation

n1/2(ϑ̂LS − ϑ) =
n−1/2

∑n
i=1Xi−1εi

1
n

∑n
i=1X

2
i−1

= γ(0)−1n−1/2
n∑
i=1

Xi−1εi + op(1).

Aus Satz 7 oder Satz 11 folgt

n1/2(ϑ̂LS − ϑ)⇒ N0,σ2/γ(0).

Das ist das Resultat von Satz 36 für p = 1.

Schätzer für σ2. Die kausale Darstellung und die AR(1)-Darstellung
ergeben

σ2 = Eε2
t = EXtεt = EX2

t − ϑEXtXt−1 = γ(0)− ϑγ(1).
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Ein Schätzer für σ2 ist

σ̂2 = γ̂(0)− ϑ̂LS γ̂(1) = γ̂(0)− γ̂(1)2/γ̂(0).

Das ist der Yule–Walker-Schätzer aus Kapitel 18.

Lokale asymptotische Normalität. Der AR(1)-Prozeß ist mit (ϑ, f)
parametrisiert. Setze ϑnt = ϑ + n−1/2t für t ∈ R und fnu(x) = f(x)(1 +
n−1/2u(x)) für u aus der Menge U der beschränkten Funktionen in L2,0(f)
mit Eεu(ε) = 0. Der lokale Parameterraum ist dann R×U . Unter (ϑnt, fnu)
hat die Kette die Übergangsverteilung

Qntu(x, dy) = fnu(y − ϑntx) dy.

Wir nehmen an, daß f endliche Fisher-Information hat. Das heißt, f ist
absolut stetig, und die f.s. Ableitung f ′ erfüllt I = E ˙̀2(ε) <∞. (Die Fisher-
Information ist die für die Lageparameter-Familie von Dichten fϑ(x) = f(x−
ϑ).) Dann ist Qntu Hellinger-differenzierbar mit Ableitung

D(t, u)(x, y) = tx ˙̀(y − ϑx) + u(y − ϑx)

in
H = {h ∈ L2,0(π ⊗Q) : Qh = 0},

denn ∫
f(y − ϑx)x ˙̀(y − ϑx) dy = x

∫
f(y) ˙̀(y) dy = xE ˙̀(ε) = 0,∫

f(y − ϑx)u(y − ϑx) dy =
∫
f(y)u(y) dy = Eu(ε) = 0.

Die Kette ist geometrisch V -gleichmäßig ergodisch für V (x) = (1 + |x|)2,
also stark stabil, also gilt für die stationären Verteilungen

‖πntu − π‖V → 0.

Sei Pn die Verteilung von (X0, . . . , Xn) unter (ϑ, f) und Pntu die unter
(ϑnt, fnu). Setze Λntu = log dPntu/dPn. Nach Satz 9 gilt LAN,

Λntu = n−1/2
n∑
i=1

D(t, u)(Xi−1, Xi)−
1
2
‖D(t, u)‖22 + op(1),

mit
D(t, u)(Xi−1, Xi) = tXi−1

˙̀(εi) + u(εi).
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Es gilt
EXi−1

˙̀(εi)u(εi) = EXi−1E ˙̀(εi)u(εi) = 0.

Also sind Xi−1
˙̀(εi) und u(εi) orthogonal, und D(R×U) ist eine orthogonale

Summe aus den Vielfachen von x ˙̀(y − ϑx) und den Funktionen u(y − ϑx)
mit u ∈ U . Insbesondere zerfällt die LAN-Norm in eine Summe von Normen

‖D(t, u)‖22 = t2EX2E ˙̀2(ε) + Eu2(ε) = t2γ(0)I + ‖u‖2f ,

wenn wir für die Norm auf L2,0(f) schreiben:

‖u‖2f =
∫
u2(x)f(x) dx = Eu2(ε).

Das zur LAN-Norm gehörige innere Produkt zerfällt ebenfalls:

(D(t, u), D(t′, u′)) = tt′γ(0)I + (u, u′)f .

Adaptivität. Sei κ ein reellwertiges Funktional des Parameters (ϑ, f).
Der kanonische Gradient von κ ist im Abschluß von D(R×U), also von der
Form

g0(x, y) = t0x ˙̀(y − ϑx) + u0(y − ϑx)

mit t0 ∈ R, u0 ∈ U− und

n1/2(κ(ϑnt, fnu)− κ(ϑ, f))→ tt0γ(0)I + (u, u0)f , t ∈ R, u ∈ U.

Hängt κ nicht von f ab, so hängt die linke Seite nicht von u ab, es muß also
u = 0 gewählt werden. In den Modellen, in denen wir f kennen, reduziert
sich das innere Produkt auf (D(t, u), D(t′, u′)) = tt′γ(0)I. Es ergibt sich also
der gleiche kanonische Gradient wie im obigen Modell. Wir können also κ
asymptotisch so gut schätzen, als ob wir f kennten. Solche Funktionale
heißen adaptiv. In unserem Modell sind also alle Funktionale von ϑ und
analog alle Funktionale von f adaptiv bezüglich des anderen Parameters.

Ein effizienter Schätzer für ϑ. Der kanonische Gradient für κ(ϑ, f) = ϑ
ergibt sich mit u0 = 0 aus

n1/2(ϑnt − ϑ) = t = tt0γ(0)I.

Es ergibt sich t0 = γ(0)−1I−1, also

g0(x, y) = γ(0)−1I−1x ˙̀(y − ϑx).
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Die Varianz ist ‖g0‖22 = γ(0)−1I−1. Die Varianz von ϑ̂LS ist σ2/γ(0). Es
gilt

0 = Eε =
∫
yf(y) dy +

∫
(y + z)f(y + z) dy,

durch Ableitung nach z = 0 also

0 =
∫
f(y) dy +

∫
yf ′(y) dy = 1− Eε ˙̀(ε),

mit der Cauchy-Ungleichung also 1 ≤ σ2I. Also ist ϑ̂LS nur effizient, wenn
˙̀(x) proportional zu x ist, also wenn ε normalverteilt ist.

Wäre f bekannt, so ergäbe sich ein effizienter Schätzer als Maximum-
Likelihood-Schätzer, also als Maximum von

∑
log f(Xi − ϑXi−1) bzw. als

Lösung der Martingal-Schätzgleichung

k(ϑ) =
1
n

n∑
i=1

Xi−1
˙̀(Xi − ϑXi−1) = 0.

Ist ˙̀(x) proportional zu x, so ist das wieder der Kleinste-Quadrate-Schätzer.
Das Newton-Verfahren zur Bestimmung der Nullstelle einer Funktion

k(ϑ) iteriert ϑ→ ϑ− k(ϑ)/k′(ϑ). Wir wenden es auf den Startwert ϑ̂LS an,
der gegen die Nullstelle konvergiert, brauchen deshalb nur einen Iterations-
schritt. Die Ableitung

k′(ϑ) = − 1
n

n∑
i=1

X2
i−1

῭(Xi − ϑXi−1)

ersetzen wir durch den Erwartungswert −γ(0)E ῭(ε) = −γ(0)I. Dann liefert
das Newton–Raphson-Verfahren bei bekanntem f den Schätzer

ϑ̂LS + γ(0)−1I−1 1
n

n∑
i=1

Xi−1
˙̀(Xi − ϑ̂LSXi−1),

der äquivalent zum Maximum-Likelihood-Schätzer ist. Da wir f nicht ken-
nen, müssen wir γ(0), I und ˙̀ durch Schätzer ersetzen, also f durch einen
Kernschätzer f̂ , der auf den Residuen ε̂i = Xi − ϑ̂LSXi−1 beruht, f ′ durch
f̂ ′, ˙̀ durch ˆ̀̇ = −f̂ ′/f̂ , I durch Î = (1/n)

∑ ˆ̀̇2(ε̂i) und γ(0) durch den em-
pirischen Schätzer γ̂(0) = (1/n)

∑
X2
i−1. Man kann zeigen, siehe z.B. Koul

und Schick (1997), daß

ϑ̂ = ϑ̂LS + γ̂(0)−1Î−1 1
n

n∑
i=1

Xi−1
ˆ̀̇(Xi − ϑ̂LSXi−1)
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die Einflußfunktion g0 hat, also effizient ist.
Die folgenden beiden Tricks können beim Beweis helfen.
1. Sample splitting: Man verwendet eine (wachsenden) Anteil der Stich-

probe für ϑ̂ und den Rest für f̂ .
2. Diskretisierung: Man ersetzt ϑ̂ durch den nächstliegenden Punkt eines

Gitters, dessen Schrittweite von der Ordnung n−1/2 ist.

Ein effizienter Schätzer für Ek(ε). Sei k ∈ L2(f). Wäre ϑ bekannt,
hätten wir für Ek(ε) den empirischen Schätzer (1/n)

∑
k(εi), der auf i.i.d.

Beobachtungen beruht. Wegen Eε = 0 ergäbe sich ein verbesserter Schätzer

1
n

n∑
i=1

k(εi)−
∑
εik(εi)∑
ε2
i

1
n

n∑
i=1

εi

mit Einflußfunktion

k0(z) = k(z)− Ek(ε)− Eεk(ε)
Eε2

z.

Für i.i.d. Beobachtungen ε1, . . . , εn mit Eε = 0 ist das lokale Modell durch
fnu(x) = f(x)(1 + n−1/2u(x)) gegeben, und wegen Eε = 0 muß Eεu(ε) = 0
gelten, also ist U der lokale Parameter-Raum. Der kanonische Gradient
von Ek(ε) ergibt sich durch Projektion der Einflußfunktion k − Ek(ε) des
empirischen Schätzers auf U− als u0(x) = k0(x). Also ist der verbesserte
Schätzer effizient.

Im AR(1)-Modell ergibt sich wegen der Adaptivität der kanonische Gra-
dient von Ek(ε) genauso:

n1/2
(∫

k(x)fnu(x) dx−
∫
k(x)f(x) dx

)
= (k, u)f = (u0, u)f , u ∈ U.

Die Einflußfunktion ist jetzt u0(y − ϑx). Weil wir ϑ nicht kennen, schätzen
wir Ek(ε) mit

κ̂ =
1
n

n∑
i=1

k(ε̂i)−
∑
ε̂ik(ε̂i)∑
ε̂2
i

1
n

n∑
i=1

ε̂i.

Falls k geeignet differenzierbar ist, erhalten wir mit ε̂i−εi = −(ϑ̂LS−ϑ)Xi−1:

1
n

n∑
i=1

k(ε̂i) =
1
n

n∑
i=1

k(εi)− (ϑ̂LS − ϑ)
1
n

n∑
i=1

Xi−1k
′(εi) + op(n−1/2)

=
1
n

n∑
i=1

k(εi) + op(n−1/2);
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letzteres wegen n1/2(ϑ̂LS − ϑ) = Op(1) und EXi−1k
′(εi) = 0. Die Voraus-

setzung Eε = 0 hat also den Effekt, daß die Ersetzung von εi durch ε̂i den
Schätzer für Ek(ε) nicht verändert. Er hat also wieder die Einflußfunk-
tion u0(y − ϑx) und ist effizient. Insbesondere haben wir keinen effizienten
Schätzer für ϑ gebraucht.

Effiziente Schätzer für bedingte Erwartungswerte. Es gilt

PMnXn+1 = E(Xn+1|Xn) = ϑXn.

Ein Schätzer für den Prädiktor ist also ϑ̂Xn. Der Prädiktor ist zufällig.
Damit wir asymptotische Verteilungen und Effizienz studieren können, be-
trachten wir das Problem, bedingte Erwartungswerte gegeben einen festen
Wert Xn = w zu schätzen. Damit das Problem nichttrivial wird, betrachten
wir bedingte Erwartungswerte von Funktionen k(Xn+1) statt von Xn+1.
Für eine reellwertige Markov-Kette mit Übergangsverteilung Q(x, dy) und
Übergangsdichte q(x, y) gilt

κ = E(k(Xn+1)|Xn = w) =
∫
k(y)q(w, y) dy.

Ist p(x) die stationäre Dichte von X0 und p2(x, y) die von (X0, X1), so gilt
q(x, y) = p2(x, y)/p(x). Sind p̂ und p̂2 (Kern-)Schätzer für p und p2, so
erhalten wir als Schätzer für κ den nichtparametrischen Schätzer

κ̂ =
1

p̂(w)

∫
k(y)p̂2(w, y) dy.

Seine Konvergenzrate hängt von der Bandweite ab. Insbesondere ist sie
höchstens so schnell wie die von p̂(w), also langsamer als n−1/2.

Im AR(1)-Modell gilt

E(k(Xn+1)|Xn = w) = E(k(ϑXn + εn+1)|Xn = w) = Ek(ε+ ϑw).

Der bedingte Erwartungswert ist also ein gewöhnlicher. Wäre ϑ bekannt,
ergäbe sich ein effizienter Schätzer als

1
n

n∑
i=1

k(εi + ϑw)−
∑
εik(εi + ϑw)∑

ε2
i

1
n

n∑
i=1

εi.

Wir haben beim Schätzen von Ek(ε) gesehen, daß sich asymptotisch nichts
ändert, wenn εi durch ε̂i ersetzt wird. Aber Ek(ε + ϑw) hängt auch von ϑ
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ab. Es ist übersichtlicher, allgemeiner das Schätzen von Ekϑ(ε) zu betrach-
ten. Sei kϑ geeignet in ϑ differenzierbar, mit Ableitung k̇ϑ. Wir schreiben
Ekϑ(ε) =

∫
kϑ(x)f(x) dx und erhalten

n1/2
(∫

kϑnt(x)fnu(x) dx−
∫
kϑ(x)f(x) dx

)
→ tEk̇ϑ(ε) + (u, kϑ)f , t ∈ R, u ∈ U.

Der kanonische Gradient g0(x, y) = t0x ˙̀(y − ϑx) + u0(y − ϑx) ergibt sich
also als Lösung von

tEk̇ϑ(ε) + (u, kϑ)f = tt0γ(0)I + (u, u0)f , t ∈ R, u ∈ U.

Das liefert mit Projektion von kϑ auf U−

t0 =
Ek̇ϑ(ε)
γ(0)I

, u0(x) = k0
ϑ(x)− Ek0

ϑ(ε)− Eεkϑ(ε)
Eε2

x.

Als Schätzer für κ = Ekϑ(ε) nehmen wir

κ̂ =
1
n

n∑
i=1

kϑ̂(ε̂i)−
∑
ε̂ikϑ̂(ε̂i)∑
ε̂2
i

1
n

n∑
i=1

ε̂i.

Wir wissen schon, daß sich asymptotisch nichts ändert, wenn wir εi durch
ε̂i ersetzen. Außerdem gilt

1
n

n∑
i=1

εikϑ̂(εi)→ Eεkϑ(ε).

Wir brauchen nur noch die stochastische Entwicklung

1
n

n∑
i=1

kϑ̂(εi) =
1
n

n∑
i=1

kϑ(εi) + (ϑ̂− ϑ)
1
n

n∑
i=1

k̇ϑ(εi) + op(n−1/2)

=
1
n

n∑
i=1

kϑ(εi) + (ϑ̂− ϑ)Ek̇ϑ(ε) + op(n−1/2).

Insgesamt erhalten wir

κ̂− κ =
1
n

n∑
i=1

u0(εi) + (ϑ̂− ϑ)Ek̇ϑ(ε) + op(n−1/2).

Also ist κ̂ genau dann effizient, wenn ϑ̂ effizient ist.
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Von-Mises-Statistiken. Als Vorbereitung für das Schätzen bedingter
Erwartungswerte höherer Ordnung betrachten wir das Schätzen von Er-
wartungswerten κ(f) = Eh(ε1, ε2) aufgrund von unabhängigen Beobachtun-
gen ε1, . . . , εn mit Dichte f . Der naheliegende Schätzer ist der empirische
Schätzer, die von-Mises-Statistik

κ̂ =
1
n2

n∑
i,j=1

h(εi, εj).

Wir haben schon in Kapitel 4 gesehen, daß mit fnu(x) = f(x)(1+n−1/2u(x))
für beschränktes u ∈ L2,0(f) LAN gilt:

Λnu = n−1/2
n∑
i=1

u(εi)−
1
2
‖u‖2f + op(1).

Ist h ∈ L2(f ⊗ f), so gilt

n1/2(κ(fnu)− κ(f))

= n1/2
(∫∫

h(x, y)fnu(x)fnu(y) dx dy −
∫∫

f(x)f(y) dx dy
)

=
∫∫

h(x, y)
(
u(x) + u(y) + n−1/2u(x)u(y)

)
f(x)f(y) dx dy

= (u, h1 + h2)f +O(n−1/2)

mit
h1(x) =

∫
h(x, y)f(y) dy = E(h(ε1, ε2)|ε1 = x),

h2(x) =
∫
h(y, x)f(y) dy = E(h(ε1, ε2)|ε2 = x).

Der kanonische Gradient ergibt sich durch Projektion von h1+h2 auf L2,0(f):

u0 = h̄1 + h̄2, h̄r = hr − Ehr(ε).

Wir zeigen, daß die von-Mises-Statistik diese Einflußfunktion hat. Wie bei
der Hoeffding-Zerlegung setzen wir

m(x, y) = h̄(y, x)− h̄1(x)− h̄2(y), h̄ = h− Eh(ε1, ε2).

Dann gilt

κ̂ =
1
n2

n∑
i,j=1

h(εi, εj) = κ(f) +
1
n

n∑
i=1

(h̄1(εi) + h̄2(εi)) +
1
n2

n∑
i,j=1

m(εi, εj)

= κ(f) +
1
n

n∑
i=1

(h̄1(εi) + h̄2(εi)) +Op(n−1).
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Also ist die von-Mises-Statistik effizient.

Schätzer für bedingte Erwartungswerte höherer Ordnung. Sei
k ∈ L2(f). Es gilt

E(k(Xn+2)|Xn = w) = E(k(ϑXn+1 + εn+2)|Xn = w)

= E(k(ϑ2Xn + ϑεn+1 + εn+2)|Xn = w)

= E(k(ϑεn+1 + εn+2 + ϑ2w) = Ehϑ(ε1, ε2)

für hϑ(x, y) = k(ϑx + y + ϑ2w). Wir betrachten das allgemeinere Problem
des Schätzens von

κ(ϑ, f) = Ehϑ(ε1, ε2) =
∫∫

hϑ(x, y)f(x)f(y) dx dy.

Wir erhalten

n1/2(κ(ϑnt, fnu)− κ(ϑ, f))

= n1/2(κ(ϑ, fnu)− κ(ϑ, f)) + n1/2(κ(ϑnt, f)− κ(ϑ, f)) + o(1)

→ (u, hϑ1 + hϑ2)f + tEḣϑ(ε1, ε2), t ∈ R, u ∈ U,

wobei ḣϑ(x, y) die Ableitung von hϑ(x, y) nach ϑ bezeichnet, Der kanonische
Gradient ergibt sich durch Projektion von hϑ1 + hϑ2 auf U− mit

u0 = h0
ϑ1 + h0

ϑ2, t0 =
Eḣϑ(ε1, ε2)
γ(0)I

.

Wir schätzen Ehϑ(ε1, ε2) mit

κ̂ =
1
n2

n∑
i,j=1

hϑ̂(ε̂i, ε̂j).

Wir haben gesehen, daß sich asymptotisch nichts ändert, wenn wir εk durch
ε̂k ersetzen. Wir erhalten die stochastische Entwicklung

κ̂− κ(ϑ, f) =
1
n

n∑
i=1

(h̄ϑ1(εi) + h̄ϑ2(εi))

+ (ϑ̂− ϑ)
1
n2

n∑
i,j=1

ḣϑ(εi, εj) + op(n−1/2).
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Es gilt
1
n2

n∑
i,j=1

ḣϑ(εi, εj) = Eḣϑ(ε1, ε2) + op(1).

Falls ϑ̂ effizient ist, liefert der zweite Term der Entwicklung von κ̂ den richti-
gen Anteil der effizienten Einflußfunktion. Im ersten Term müßte aber
h0
ϑ1 + h0

ϑ2 statt h̄ϑ1 + h̄ϑ2 stehen. Der Schätzer κ̂ ist also nicht effizient.
Wir haben die Information Eε = 0 noch nicht verwendet. Das können wir
jetzt nachholen. Es gilt

Eεh̄ϑ1(ε) = Eεhϑ1(ε) = Eε1hϑ(ε1, ε2),
Eεh̄ϑ2(ε) = Eεhϑ2(ε) = Eε2hϑ(ε1, ε2).

Also korrigieren wir κ̂ wie folgt:

κ̂−
1
n2

∑n
i,j=1(ε̂i + ε̂j)hϑ̂(ε̂i, ε̂j)

1
n

∑n
i=1 ε̂

2
i

1
n

n∑
i=1

ε̂i.

Schätzer für Ek(X). Sei k ∈ L2(π). Für nichtparametrische Markov-
Ketten ist der empirische Schätzer (1/n)

∑
k(Xi) für πk = Ek(X) asymp-

totisch linear mit Einflußfunktion Ak und effizient; siehe Sätze 10 und 12.
Es gelte die Nebenbedingung πh = Eh(X) = 0 für ein h ∈ L2(π). Dann

ergibt sich für jedes c ∈ R ein neuer Schätzer für Ek(X),

1
n

n∑
i=1

(k(Xi)− ch(Xi)).

Er hat die Einflußfunktion Ak − cAh, also nach Satz 7 die asymptotische
Varianz π ⊗Q(Ak − cAh)2. Sie wird minimiert für

c = π ⊗QAkAh/π ⊗Q(Ah)2 = a/b.

Es gilt wie in Kapitel 9 mit Eh(X) = 0:

a = π ⊗QAkAh = Ek(X)h(X) +
∞∑
s=1

Ek(X0)h(Xs) +
∞∑
s=1

Ek(Xs)h(X0).

Ein empirischer Schätzer für a ist

â =
1
n

n∑
i=1

k(Xi)h(Xi) +
m∑
s=1

1
n− s

n−s∑
i=1

(
k(Xi)h(Xi+s) + k(Xi+s)h(Xi)

)
.
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Ein empirischer Schätzer für b ist analog

b̂ =
1
n

n∑
i=1

h2(Xi) + 2
m∑
s=1

1
n− s

n−s∑
i=1

h(Xi)h(Xi+s).

Dabei wächst m langsam mit n. Es ergibt sich der Schätzer

κ̂ =
1
n

n∑
i=1

k(Xi)−
â

b̂

1
n

n∑
i=1

h(Xi)

mit Einflußfunktion g0 = Ak − (a/b)Ah und asymptotischer Varianz

π ⊗Qg2
0 = π ⊗Q(Ak)2 − 2

a

b
a+

a2

b2
b

= π ⊗Q(Ak)2 − (π ⊗QAkAh)2

π ⊗Q(Ah)2
.

Das lokale Modell ist Qnu(x, dy) = Q(x, dy)(1 + n−1/2u(x, y)). Dabei ist u
beschränkt, Qu = 0 und wegen der Nebenbedingung auch

0 = n1/2(πnuh− πh)→ π ⊗QuAh.

Der kanonische Gradient für πk = Ek(X) ergibt sich aus

n1/2(πnuk − πk)→ π ⊗QuAk

als Projektion von Ak auf den Raum der u, also wieder als g0. Also ist κ̂
effizient unter der Nebenbedingung πh = 0.

Im AR(1)-Modell können wir schreiben:

Ek(Xt) = Ek(ϑXt−1 + εt).

Als Schätzer bietet sich eine von-Mises-Statistik an:

1
n2

n∑
i,j=1

k(ϑ̂Xi + ε̂j).

Wegen Eε = EX = 0 kann er noch verbessert werden. Er ist dann noch
nicht effizient, denn Xt−1 kann wiederum durch ϑXt−2+εt−1 ersetzt werden.
Durch Iteration:

Ek(Xt) = Ek
( ∞∑
j=0

ϑjεt−j

)
.
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Das kann durch eine von-Mises-Statistik wachsender Ordnung geschätzt wer-
den:

κ̂ =
1
nm

n∑
i1,...,im=1

k
( m∑
j=1

ϑ̂j ε̂ij

)
.

Dabei wächst m langsam mit n. Der Schätzer kann wegen Eε = 0 noch
verbessert werden und ist dann effizient, wenn ϑ̂ effizient ist.

Schätzer für die stationäre Dichte. Wir haben schon erwähnt, daß
die Dichte p der invarianten Verteilung π einer reellwertigen Markov-Kette
durch (Kern-)Schätzer p̂ geschätzt werden kann, deren Rate aber schlechter
als n−1/2 ist. Im AR(1)-Modell gilt nach Definition der invarianten Vertei-
lung

p(y) =
∫
f(y − ϑx)p(x) dx.

Als Schätzer für p(y) ergibt sich die lokale von-Mises-Statistik

p̂(0)(y) =
1
n

n∑
j=1

f̂(y − ϑ̂Xj) =
1
n2

n∑
i,j=1

Kb(y − ε̂i − ϑ̂Xj)

und ein Plug-in-Schätzer

p̂(1)(y) =
∫
f̂(y − ϑx)p̂(x) dx.

Das läßt sich wie beim Schätzen von Ek(X) iterieren,

p(y) =
∫∫

f(y − ϑx)f(x− ϑw)p(w) dx dw

=
∫∫

f(y − ϑx− ϑ2w)f(x)p(w) dx dw

und schließlich

p(y) =
∫
f
(
y −

∞∑
j=1

ϑjxj

) ∞∏
j=1

f(xj) dxj = Ef
(
y −

∞∑
j=1

ϑjεj

)
.

Die Dichte kann also durch eine lokale von-Mises-Statistik wachsender Ord-
nung geschätzt werden:

p̂(m)(y) =
1
nm

n∑
i1,...,im=1

f̂
(
y −

m∑
j=1

ϑ̂j ε̂ij

)
=

1
nm

n∑
i1,...,im=1

1
n

n∑
i=1

Kb

(
y − ε̂i −

m∑
j=1

ϑ̂j ε̂ij

)
.
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Dabei wächst m langsam mit n. Der Schätzer kann wegen Eε = 0 noch
verbessert werden und ist dann effizient, wenn ϑ̂ effizient ist.
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